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Abstract

In the context of growing challenges related to sustainable water resource ma-
nagement and the improvement of agricultural productivity, this thesis presents the
design and implementation of an intelligent automated irrigation system based on
the Internet of Things and Artificial Intelligence . The main objective is to provide
smart monitoring of plant hydration, growth, and health status while optimizing
water consumption.

The proposed system integrates several complementary technologies. An IoT
sensor network is employed to collect environmental data in real time, enabling
continuous crop monitoring and automatic irrigation control. In addition, a Deep
Learning model based on Convolutional Neural Networks has been developed to
detect and classify plant diseases from leaf images. To enhance prediction reliabi-
lity, a multi-criteria validation mechanism has been incorporated into the image-
processing pipeline.

The system also includes an intelligent control architecture that enables the auto-
mated management of irrigation operations and crop supervision tasks. A monito-
ring interface provides real-time data visualization, system status tracking, and user
interaction.

The obtained results demonstrate the effectiveness of the proposed approach,
particularly in plant disease detection and the automation of agricultural operations.
The integration of Al and IoT technologies enables continuous crop monitoring,
early anomaly detection, and optimized resource utilization, thereby contributing to
a more sustainable, productive, and environmentally adaptive agricultural system.

Keywords : Smart Agriculture, Internet of Things , Artificial Intelligence , Deep
Learning, Convolutional Neural Networks , Automated Irrigation, Plant Disease
Detection, Crop Monitoring, Precision Agriculture.



Résumé

Dans un contexte marqué par les défis liés a la gestion durable des ressources
hydriques et a 'amélioration de la productivité agricole, ce mémoire présente la
conception et la réalisation d'un systéme intelligent d’irrigation automatisée basé
sur I'Internet des Objets et I'Intelligence Artificielle . L'objectif principal est d"assurer
un suivi intelligent de I’hydratation, de la croissance et de l’état sanitaire des plantes
tout en optimisant 'utilisation de 1’eau.

Le systéme proposé repose sur l'intégration de plusieurs technologies complé-
mentaires. Un réseau de capteurs IoT assure la collecte en temps réel des parametres
environnementaux nécessaires a la surveillance des cultures et au pilotage automa-
tique de l'irrigation. Par ailleurs, un modéle de Deep Learning basé sur les réseaux
de neurones convolutifs a été développé afin de détecter et classifier les maladies des
plantes a partir d’images de feuilles. Afin d’améliorer la fiabilité des prédictions, un
mécanisme de validation multicritere a été intégré au processus de traitement des
images.

Le systéme integre également une architecture de controle intelligente permettant
la gestion automatisée des différentes opérations liées a l'irrigation et a la supervision
des cultures. Une interface de supervision assure la visualisation en temps réel des
données, le suivi de I'état du systéme ainsi que l'interaction avec l'utilisateur.

Les résultats obtenus démontrent I'efficacité de I’approche proposée, notamment
en matiere de détection des maladies végétales et d’automatisation des opérations
agricoles. L'intégration conjointe de 1'IA et de 1'loT permet ainsi une surveillance
continue des cultures, une détection précoce des anomalies et une gestion optimisée
des ressources, contribuant a une agriculture plus durable, plus productive et mieux
adaptée aux contraintes environnementales actuelles.

Mots-clés : Agriculture intelligente, Internet des Objets , Intelligence Artificielle,
Deep Learning, Réseaux de neurones convolutifs , Irrigation automatisée, Détection
des maladies des plantes, Surveillance des cultures, Agriculture de précision.
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Introduction générale

L’'agriculture représente 'un des secteurs les plus importants pour assurer la
sécurité alimentaire et répondre aux besoins croissants d"une population mondiale
en constante évolution. Cependant, ce domaine fait aujourd’hui face a plusieurs
défis majeurs, notamment la diminution des ressources en eau, les changements
climatiques, la dégradation des sols et la nécessité d’améliorer la productivité tout
en limitant "utilisation excessive des ressources naturelles. Dans ce contexte, 1’opti-
misation de la gestion agricole devient une priorité. Les méthodes d’irrigation tra-
ditionnelles, souvent basées sur des calendriers fixes ou des estimations humaines,
peuvent entrainer une consommation excessive d’eau ou, au contraire, un manque
d’apport hydrique pouvant affecter la croissance des plantes. Il devient donc néces-
saire de développer des solutions capables d’adapter l'irrigation aux besoins réels
des cultures en temps réel. L'évolution rapide des technologies numériques a permis
I’émergence de nouvelles approches telles que I'agriculture intelligente (Smart Agri-
culture), qui repose sur l'intégration de 1'Internet des Objets (IoT), de I'intelligence
artificielle (IA) et des systemes automatisés. Grace aux capteurs connectés, il est
désormais possible de collecter différentes informations environnementales comme
I’humidité du sol, la température ou l'état de la plante. Ces données peuvent ensuite
étre analysées par des modeles d’intelligence artificielle afin de faciliter la prise de
décision et améliorer les performances des systémes agricoles.

Par ailleurs, les progrés réalisés dans le domaine du Deep Learning, notamment
les réseaux de neurones convolutifs (CNN), ont montré une grande efficacité dans
I’analyse d’images et la reconnaissance automatique des maladies des plantes. L'as-
sociation de ces techniques avec les systéemes IoT permet de concevoir des solutions
capables non seulement de surveiller 'environnement de culture, mais aussi de
détecter les anomalies et d’agir automatiquement par l'intermédiaire d’actionneurs.

Ainsi, ce travail s’inscrit dans cette perspective en proposant la conception et la
réalisation d"un systeme intelligent d’irrigation automatisée basé sur 1'IoT et 'intelli-
gence artificielle. Le systéeme développé vise a assurer le suivi de 1’état hydrique des
plantes, analyser leur état de santé a partir d'images, et fournir des recommandations
adaptées pour optimiser l'irrigation et la fertilisation.

Dans ce cadre, la problématique principale de ce mémoire peut étre formulée
comme suit : Comment concevoir un systéme intelligent capable de surveiller 1'état
des plantes, détecter leurs besoins en eau et en nutriments, puis automatiser 1'irri-
gation grace a la combinaison de l'intelligence artificielle et de I'Internet des Objets,
tout en garantissant une utilisation efficace des ressources agricoles?

Pour répondre a cette problématique, ce mémoire présente d’abord les fonde-

13



ments théoriques liés a 1'intelligence artificielle, I’agriculture intelligente et les sys-
temes IoT. Ensuite, il décrit la conception et la méthodologie du systéeme proposé,
incluant I’architecture matérielle, le traitement des données et le modele d’analyse
basé sur les réseaux de neurones convolutifs. Enfin, les résultats expérimentaux,
les tests réalisés et 1’évaluation des performances du systeme seront présentés et
discutés.

14



| 1
CHAPITRE

FoNDEMENTS THEORIQUES ET ETAT DE L”ART

1.1 Introduction

Le développement rapide des technologies numériques a profondément trans-
formé de nombreux secteurs d’activité, et 1’agriculture ne fait pas exception. Face
aux défis croissants liés a la sécurité alimentaire, aux changements climatiques et a
la nécessité d’optimiser 1'utilisation des ressources naturelles, 1'intégration de 1'in-
telligence artificielle et des systemes connectés dans les pratiques agricoles apparait
aujourd’hui comme une solution prometteuse pour améliorer la productivité etla du-
rabilité des exploitations agricoles. Ce chapitre présente les fondements théoriques
et technologiques sur lesquels repose le systeme proposé dans ce mémoire. Dans
un premier temps, nous introduisons les concepts essentiels de l'intelligence artifi-
cielle, du Machine Learning et du Deep Learning, ainsi que les différentes approches
d’apprentissage utilisées dans les systémes intelligents. Nous nous intéressons en-
suite aux réseaux de neurones artificiels et plus particuliérement aux (CNN), qui
constituent le cceur de notre solution de détection des maladies des plantes a par-
tir d'images. Les principes de fonctionnement des CNN, leurs principales couches
ainsi que les raisons ayant motivé leur choix sont également présentés. Dans un
second temps, nous abordons le domaine de I'agriculture intelligente en présentant
les technologies de (I0T), les protocoles de communication réseau et les systémes de
surveillance agricole connectés. Enfin, nous examinons les solutions existantes de

1.2 L’intelligence artificielle

IA n’évolue pas en vase clos : c’est un domaine de 'informatique profondément
ancré au carrefour de multiples disciplines. Pour fonctionner, elle s’appuie d’abord
sur des fondements théoriques rigoureux comme les mathématiques, la logique
et les statistiques. Mais pour comprendre l'intelligence, I'A puise aussi dans les
sciences humaines, notamment les sciences cognitives, la psychologie, la philosophie
et la linguistique. Elle va méme jusqu’a s’inspirer de la neurobiologie en exploitant
le biomimétisme pour tenter de reproduire les mécanismes du cerveau humain.
Enfin, cette architecture logicielle ne serait rien sans la puissance des technologies
matérielles actuelles, qui lui fournissent le support physique indispensable a son
exécution [25].
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1.3 Historique de l'intelligence artificielle

— 1950 : le mathématicien britannique Alan Turing publie son célebre article
Computing Machinery and Intelligence. Il y propose le « jeu de l'imitation »,
aujourd’hui connu sous le nom de test de Turing, visant a évaluer la capacité
d’une machine a imiter le comportement humain lors d’une conversation.
Cette contribution est considérée comme 1'un des fondements théoriques de
l'intelligence artificielle moderne.

— 1974-1980 : le domaine de 1'TA connait une période de ralentissement ap-
pelée « hiver de I'IA ». Les résultats obtenus ne répondent pas aux attentes
de I'époque, entrainant une diminution des financements et de 1'intérét des
chercheurs et des gouvernements.

— 1980 : 'Université Stanford accueille la premiere conférence nationale de
I’American Association for Artificial Intelligence. Cet événement marque le
retour de l'intérét scientifique pour I'IA et favorise le développement de
nouvelles recherches dans le domaine.

— 1997 : le programme Deep Blue, développé par IBM, réalise un exploit histo-
rique en battant le champion du monde d’échecs Garry Kasparov, démontrant
la capacité des systémes informatiques a résoudre des probléemes complexes
nécessitant un haut niveau de raisonnement.

— 2002 : I'arrivée du robot aspirateur Roomba marque 'entrée de l'intelligence
artificielle dans la vie quotidienne et popularise son usage dans les environ-
nements domestiques.

— 2011 : le systeme Watson d’IBM remporte le jeu télévisé Jeopardy!. Capable de
comprendre des questions en langage naturel et d'y répondre correctement,
il illustre les progres du traitement automatique du langage.

— 2014 : le programme Eugene Goostman convainc environ 33 % des juges lors
d’une version du test de Turing, représentant une étape importante dans
I’évolution des systémes conversationnels, malgré les débats autour de ce
résultat.

— A partir de 2017 : les avancées en intelligence artificielle s’accélérent grace a
’apprentissage profond, au traitement du langage naturel et a la vision par
ordinateur. L'TA est désormais largement utilisée dans la santé, 1’agriculture,
I'industrie, les transports et 1'éducation, améliorant l'efficacité des systemes
et la prise de décision [52].

1.4 Méthodologie générale de I'TA

1- Définition du probléme et collecte des données La premiére étape consiste a
identifier clairement 1’objectif du projet et a déterminer le type de tache a accomplir.
Une fois le probléeme bien défini, on procede a la collecte d"un ensemble de données
suffisamment représentatif et varié, car la qualité des données collectées conditionne
directement la qualité du modele final.

2- Prétraitement et augmentation des données Avant d’utiliser les données,
il est nécessaire de les préparer. Cette étape comprend le nettoyage des données
(suppression des valeurs incorrectes ou manquantes), leur normalisation (mise a
la méme échelle) et leur augmentation (création de nouvelles données a partir des
données existantes par diverses transformations). L’objectif est d’améliorer la qualité
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et la diversité des données d’entrainement.

3- Choix et conception du modele Cette étape consiste a sélectionner 1’archi-
tecture du réseau de neurones la plus adaptée au probleme traité. Le choix de
'architecture dépend de la nature des données et de la complexité de la tache. On
définit également a ce stade les parameétres structurels du modeéle tels que le nombre
de couches et les fonctions d’activation.

4- Entrainement du modéle Durant cette phase, le modele apprend a partir des
données en ajustant progressivement ses parametres internes afin de minimiser les
erreurs de prédiction. Cet apprentissage repose sur I'optimisation d'une fonction
de perte, qui mesure 1’écart entre les prédictions du modele et les valeurs réelles
attendues.

5- Evaluation des performances Une fois 1’entrainement terminé, le modele est
testé sur des données qu’il n’a jamais vues auparavant afin de mesurer objectivement
ses performances. Cette évaluation s’appuie sur plusieurs métriques complémen-
taires telles que 1’accuracy, la précision, le rappel et le F1-score, dont le choix dépend
des exigences spécifiques du projet.

6- Déploiement et intégration Cette étape consiste a intégrer le modele validé
dans l'application cible afin de le rendre accessible aux utilisateurs finaux. Elle
comprend également 1’optimisation du modéle pour un fonctionnement efficace
en conditions réelles, en tenant compte des contraintes de temps de réponse et de
ressources disponibles.

7- Surveillance et ré-entrainement Apres le déploiement, le comportement du
modele est surveillé en continu afin de détecter toute dégradation de ses perfor-
mances. En effet, les données réelles évoluent avec le temps, ce qui peut réduire la
précision du modele. Dans ce cas, un ré-entrainement est effectué en intégrant de
nouvelles données pour maintenir un niveau de performance optimal [32]. La figure
1.1 représente la méthodologie générale de I'TA

1— Définition du probléme Objectif + collecte de données
W

2 — Prétraitement des données Nettoyage + normalisation
v
3 — Conception du modéle Architecture + couches
4 — Entrainement Optimisation de la fonction de perte
5 — Evaluation Accuracy, Fl-score, rappel...
6 — Déploiement Intégration + optimisation

L

7 — Surveillance & ré-entrainement Suivi continu + mise 3 jour

Ficure 1.1 — Méthodologie générale de I'TA
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1.5 L’apprentissage automatique (Machine Learning)

Le Machine Learning, ou apprentissage automatique, est une branche incontour-
nable de l'intelligence artificielle.Concevoir des algorithmes capables de donner aux
machines la faculté d’apprendre par elles-mémes. Au lieu d’exécuter un programme
figé, I'’ordinateur s’entraine sur des volumes massifs de données pour y repérer des
modeéles cachés et des corrélations. C’est cette analyse qui lui permet ensuite de faire
des prédictions ultra-précises ou de prendre des décisions de maniére totalement
autonome, en améliorant ses performances au fil du temps [15].

Le processus d’apprentissage automatique se déroule généralement en plusieurs
étapes :

La collecte et le tri des données : Tout commence par le choix des données. Plus
elles sont propres, précises et nombreuses, plus la machine sera intelligente. C’est la
fondation méme du projet.

Le choix du modéle : Il n’existe pas de formule magique universelle. On sélec-
tionne l'algorithme sur mesure, en fonction du probleme a résoudre et du type de
données a disposition.

L'entrainement : C’est la phase intensive ou I’on nourrit le modéle avec les
données récoltées. La machine s’exerce en boucle et ajuste ses parametres internes
pour réduire ses erreurs au maximum.

L'évaluation : Pour vérifier que la machine a réellement compris la logique (et
qu’elle ne fait pas que réciter par coeur), on la teste sur de nouvelles données qu’elle
n’a encore jamais vues.

Le déploiement : Une fois I'examen réussi, le modéle est enfin prét. On l'intégre
dans l'application ou le systéme final pour qu’il commence & prédire, classer ou
prendre des décisions de maniere autonome.

1.5.1 Types de machine Learning

On distingue quatre grandes approches : I'apprentissage supervisé qui apprend a
partir de données étiquetées, 'apprentissage non supervisé qui découvre des struc-
tures cachées, I'apprentissage semi-supervisé qui combine les deux, et I'apprentis-
sage par renforcement qui apprend par essais et erreurs. Le choix de la méthode
dépend avant tout de la nature des données disponibles et de 1’objectif visé.

Machine Learning

L'apprentissage L'apprentissage L'apprentissage
supervisé non supervisé semi-superviseé

L'apprentissage

par
renforcement

Ficure 1.2 — Type de machine learning
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1.5.2 L’apprentissage supervisé

L’apprentissage supervisé est une méthode d’intelligence artificielle dans laquelle
un modele est entrainé a partir de données déja annotées. Chaque exemple d’ap-
prentissage est associé a une réponse correcte, appelée étiquette. En analysant ces
exemples, le modele apprend les relations entre les données d’entrée et les résultats
attendus afin de pouvoir prédire correctement les réponses pour de nouvelles don-
nées qu’il n’a jamais vues auparavant. Cette approche est largement utilisée dans
des taches telles que la classification, la régression et de nombreux problemes de
prédiction [30] . La figure 1.3 représente 1’apprentissage supervisé

Données
Laa
LAaO : :

(. ~ [1 @ J Carré

A5~ - T T
sfels KN

Carré  Rond  Triangle

Données de Test

Prédiction
() Reond

Données étiquetées

Ficure 1.3 — L'apprentissage supervisé [9]

L’apprentissage supervisé a été largement exploité dans de nombreux travaux de
recherche. Cortes et Vapnik ont introduit les machines a vecteurs de support (SVM),
une méthode de classification reposant sur la recherche d’un hyperplan optimal
séparant les classes [16] .

1.5.3 Apprentissage non supervisé

L'apprentissage non supervisé est une approche de l'intelligence artificielle dans
laquelle le modele travaille sur des données qui ne possedent pas d’étiquettes ou
de réponses prédéfinies. Son objectif est d’analyser ces données afin d’identifier
automatiquement des structures, des similitudes ou des relations cachées entre les
différents éléments. Cette méthode est particulierement utile pour regrouper des
données présentant des caractéristiques communes (clustering) ou pour simplifier
des ensembles de données complexes en réduisant leur nombre de variables (réduc-
tion de dimensionnalité). Elle permet ainsi d’explorer et de mieux comprendre les
données sans intervention humaine directe [12].

De nombreux chercheurs se sont intéressés a 1’apprentissage non supervisé
comme approche permettant d’extraire des connaissances a partir de données non
étiquetées.Lloyd a développé une version améliorée de l'algorithme K-means, lar-
gement utilisée pour le regroupement de données en clusters homogénes [39] .

1.5.4 L’apprentissage semi-supervisé

L’apprentissage semi-supervisé est une approche qui combine les principes de
I'apprentissage supervisé et de l'apprentissage non supervisé. Lors de I’entraine-
ment, le modele exploite un petit ensemble de données étiquetées, accompagné
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d’une grande quantité de données non étiquetées. Cette méthode permet d’amélio-
rer les performances du modele tout en réduisant le besoin d’annoter manuellement
un grand volume de données. Elle est particulierement intéressante dans les situa-
tions ot I'obtention de données étiquetées demande beaucoup de temps, d’efforts
ou de ressources, alors que des données non étiquetées sont facilement disponibles
[14].

Face a la difficulté d’obtenir des données entiérement étiquetées, de nombreux
chercheurs ont eu recours a l’apprentissage semi-supervisé pour tirer profit des
grandes quantités de données non étiquetées disponibles.

Nigam et al. ont utilisé ’algorithme Expectation-Maximization (EM) combiné au
classificateur Naive Bayes pour la classification de textes, en exploitant a la fois des
documents étiquetés et non étiquetés [49] .

1.5.5 Apprentissage par renforcement

L’apprentissage par renforcement est une méthode d’intelligence artificielle dans
laquelle un agent apprend en interagissant directement avec son environnement. A
chaque étape, il choisit une action, observe les conséquences de cette action et recoit
une récompense ou une pénalité selon le résultat obtenu. Grace a ce mécanisme
d’essais et d’erreurs, ’agent améliore progressivement sa stratégie de décision afin
de maximiser les récompenses cumulées sur le long terme. Cette approche est parti-
culierement utilisée dans les domaines de la robotique, des jeux vidéo, de la conduite
autonome et de I'optimisation de systémes complexes [57].

Dans le domaine de I'agriculture, I'apprentissage par renforcement a été exploité
comme une approche intelligente permettant d’optimiser les pratiques agricoles et
d’améliorer la productivité tout en réduisant les cofits.

Alibabaei et al. ont appliqué I'apprentissage par renforcement pour optimiser
l'irrigation des cultures, ot1 un agent apprend a décider automatiquement la quantité
d’eau a apporter en fonction des conditions météorologiques et de I'état du sol [3] .

1.6 Définition et Principe de 1’Apprentissage Profond
(Deep Learning)

IA est un domaine vaste qui englobe plusieurs approches permettant aux ma-
chines de simuler des capacités cognitives humaines. Parmi ces approches, le Ma-
chine Learning occupe une place centrale : plutdét que de suivre des instructions
rigides définies par un programmeur, un systeme d’apprentissage automatique ana-
lyse un ensemble de données pour en extraire des regles et des patterns, qu’il ap-
plique ensuite pour traiter de nouvelles situations inconnues.

Le Deep Learning, ou apprentissage profond, pousse cette logique encore plus
loin. Il s’agit d'une branche du Machine Learning qui s’inspire directement du fonc-
tionnement du cerveau humain. Son principe repose sur des réseaux de neurones
artificiels organisés en plusieurs couches superposées parfois des dizaines, voire
des centaines o1 chaque couche regoit les informations de la couche précédente, les
traite et les transmet a la suivante. C’est cette profondeur de traitement qui donne a
ces modeles leur capacité remarquable a détecter des structures complexes dans les
données, qu’il s’agisse d’images, de sons ou de valeurs numériques.
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Ces trois concepts s’inscrivent dans une relation hiérarchique claire : le Deep
Learning est un sous-ensemble du Machine Learning, qui est lui-méme un sous-
ensemble de I'Intelligence Artificielle, comme l'illustre la figure ci-dessous 1.4 [20]

" ARTIFICIAL INTELLIGENCE
Artificial Intelligence Une technique permettant aux
machines d’imites le

a’ compertement humain
Machine Learning

MACHINE LEARNING
Sous-ensemble de la technologie Al qui utilise

| la méthode statistique pour permettre aux
Deep Learning ._J machines de s’améliorer avec I’expérience
T

DEEP LEARNING

Sous-ensemble de ML dont le caleul
du réseau de neurones multi-couches
est réalisable

F1Gure 1.4 — La relation entre 1'IA, ML et le Deep Learning [23]

1.7 Les Réseaux de Neurones

1.7.1 Typologie des réseaux neuronaux

Il existe beaucoup de types de réseaux neurones, chaque type étant développé
pour un objectif particulier.

1.7.1.1 Neurone Formel

Pour comprendre comment fonctionne un réseau de neurones artificiel, il faut
d’abord s’intéresser a son unité de base : le neurone formel. Comme son nom l'in-
dique, il s’agit d"'une modélisation mathématique et informatique du neurone biolo-
gique que I'on trouve dans le cerveau humain.

A T'image de son homologue biologique, le neurone formel recoit plusieurs si-
gnaux d’entrée qui correspondent aux dendrites et produit un unique signal de
sortie, analogue a ce que génere I'axone. Les connexions entre neurones, appelées
synapses dans le monde biologique, sont ici représentées par des poids synaptiques :
des coefficients numériques qui déterminent I'importance accordée a chaque entrée.
Certains poids amplifient le signal (effet excitateur), d’autres 1’atténuent (effet inhi-
biteur). C’est précisément lors de la phase d’apprentissage que ces poids sont ajustés
progressivement, jusqu’a ce que le modele produise des résultats satisfaisants.

Le fonctionnement interne du neurone formel est relativement simple : il calcule
d’abord la somme pondérée de toutes ses entrées, puis applique a ce résultat une
fonction d’activation généralement non linéaire pour produire sa valeur de sortie.

Pris individuellement, un neurone formel ne peut accomplir que des taches tres
limitées. Mais lorsqu’ils sont interconnectés en grand nombre au sein d"un réseau
de neurones artificiels, ils deviennent capables de modéliser des fonctions d'une
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grande complexité, ouvrant ainsila voie a de nombreuses applications en intelligence
artificielle [43].

1.7.1.2 Neurones multicouches

Le Perceptron Multicouche ( MLP) est 'une des architectures les plus fondamen-
tales des réseaux de neurones artificiels. Il s’agit d"un réseau organisé en plusieurs
couches successives : une couche d’entrée qui regoit les données brutes, une ou plu-
sieurs couches intermédiaires dites couches cachées, et enfin une couche de sortie
qui produit le résultat final.

Ce qui caractérise le MLP, c’est la maniére dont l'information y circule : elle
se propage toujours dans un seul sens, de la couche d’entrée vers la couche de
sortie, sans jamais revenir en arriere. C’est ce qu’on appelle une architecture de type
feedforward, ou réseau a propagation avant.

Chaque couche est composée d'un certain nombre de neurones formels, et chaque
neurone d'une couche est connecté a tous les neurones de la couche suivante. Le
nombre de neurones dans chaque couche peut varier selon la complexité du pro-
bleme a résoudre. La seule contrainte fixe concerne la couche de sortie : le nombre
de ses neurones correspond directement au nombre de sorties attendues du systeme
par exemple, le nombre de classes dans un probleme de classification.

Grace a cette structure en profondeur, le MLP est capable d’apprendre des rela-
tions complexes et non linéaires entre les données d’entrée et les sorties souhaitées,
ce qui en fait un outil puissant pour de nombreuses taches d’intelligence artificielle
[22].La figure 1.5 Représente la perceptron multi-couches
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F1Gure 1.5 — Représentation d'un perceptron multi-couches [23]

1.7.2 Neurones récurrents(RNN)

Le Réseau de Neurones Récurrent (RNN) est une architecture de deep learning
congue spécifiquement pour traiter des données séquentielles et des séries tempo-
relles, c’est-a-dire tout type de données dont l'ordre et le contexte jouent un role
essentiel dans la compréhension.

Ce qui distingue fondamentalement le RNN des autres architectures, c’est sa ca-
pacité a simuler une forme de mémoire. La ot un réseau de neurones classique traite
chaque entrée de maniere totalement indépendante, le RNN conserve une trace des
informations passées et s’en sert pour influencer le traitement des données présentes.
Autrement dit, la sortie produite a un instant donné ne dépend pas uniquement de
I'entrée actuelle, mais aussi de tout ce qui s’est passé avant dans la séquence.
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Cette propriété en fait un outil particulierement puissant pour des tdches comme
la traduction automatique, la reconnaissance vocale, le traitement du langage naturel
(NLP) ou encore le sous-titrage d’images. On retrouve d’ailleurs les RNN au cceur
d’applications largement utilisées au quotidien, telles que Siri, Google Translate ou
la recherche vocale de Google.

Cependant, les RNN présentent une limitation notable : dans leur forme unidirec-
tionnelle, ils ne traitent la séquence que dans un seul sens, du passé vers le présent.
IIs sont donc incapables de tenir compte des éléments qui apparaissent plus tard
dans la séquence, alors que ces informations futures pourraient pourtant s’avérer
précieuses pour mieux interpréter certains contextes. C’est précisément pour pallier
cette limite que des variantes bidirectionnelles et des architectures plus avancées,
comme les LSTM et les GRU, ont été développées par la suite [18]. La figure 1.6
represente un RNN

-1 it te+1

: e ¢ ¢
O - e bl
C%w = (%w tw \fw

1 +1

X X X! X!

Ficure 1.6 — (a gauche) Un RNN (a droite) Sa version déroulé Source [23]

1.7.3 Les réseaux de neurones artificiels (ANN)

Les réseaux de neurones artificiels, également appelés réseaux neuronaux, sont
des modeéles informatiques qui s’inspirent directement du fonctionnement du cer-
veau humain. L'idée centrale est simple mais puissante : reproduire, de maniere
mathématique, la facon dont les neurones biologiques communiquent et collaborent
pour traiter I'information.

Concreétement, un réseau de neurones est constitué d’un ensemble d’unités de
calcul élémentaires les neurones artificiels reliées entre elles par des connexions.
Chaque neurone regoit un ou plusieurs signaux d’entrée, leur attribue une impor-
tance relative grace a des poids numériques, puis combine ces signaux pour produire
un signal de sortie qui sera a son tour transmis aux neurones de la couche suivante.

C’est justement ces poids qui constituent le cceur de l'intelligence du réseau.
Durant la phase d’apprentissage, le modele analyse des exemples, compare ses pré-
dictions aux résultats attendus, et ajuste progressivement ces poids pour minimiser
les erreurs commises. Ce processus est répété des milliers de fois jusqu’a ce que
le réseau atteigne un niveau de performance satisfaisant sur la tache qui lui est
assignée.

En résumé, un réseau de neurones artificiel apprend de la méme facon qu'un
étre humain apprend de ses erreurs : par I'expérience, la répétition et la correction
continue [30] . La figure 1.7 represente un réseau de neurones artificiels

23



ﬁ}"’ﬁ O

'&“043&‘-{0 -
NOOC

. “"f@\' .

PN

CF O Neurone

Entrées Neurones de sortie

Ficure 1.7 — Architecture d’un réseau de neurones artificiels [53]

1.7.4 Les réseaux de neurones convolutifs CNN

CNN s’inscrivent dans le cadre de ’apprentissage profond, lui-méme constituant
une sous-discipline de l'intelligence artificielle. Selon Yann LeCun, 'intelligence ar-
tificielle désigne 1’ensemble des méthodes permettant aux machines d’accomplir
des taches ou de résoudre des problemes qui relevent habituellement des capacités
humaines ou animales. Son objectif est de doter les systemes d"une capacité d’adap-
tation a des situations variées, y compris celles qui n’ont pas été explicitement
programmées. Ainsi, en reconnaissance d’images par exemple, un modéle entrainé
sur des millions d’images préalablement catégorisées est capable de classer correc-
tement une image inédite, a condition qu’elle appartienne a l'une des catégories
apprises lors de I'entrainement.

1.8 Justification du choix de la méthode CNN

Le choix CNN a été motivé par leur excellente performance dans les taches de
classification d’images. Dans notre projet, la détection des maladies des plantes
repose sur 'analyse visuelle des feuilles, dont les symptdmes apparaissent sous
forme de taches, de décolorations, de moisissures ou de déformations. Les CNN
sont particulierement adaptés a ce type de probleme car ils permettent d’extraire
automatiquement les caractéristiques pertinentes a partir des images, sans nécessiter
une conception manuelle des descripteurs visuels [38].

De plus, plusieurs travaux scientifiques ont démontré la supériorité des CNN par
rapport aux méthodes classiques de vision par ordinateur pour la reconnaissance
d’objets et la classification d’images [37].

Cette approche est également largement utilisée dans le domaine agricole pour
la détection automatique des maladies des plantes a partir d'images de feuilles [47].

Enfin, notre systeme s’appuie sur une base de données importante d’environ 87
000 images réparties sur 38 classes, ce qui permet aux CNN d’apprendre efficacement
les différentes caractéristiques visuelles des maladies. Les résultats obtenus, avec
une précision de validation de 95,1 %, confirment la pertinence de ce choix pour
une intégration dans un systéme IoT intelligent de surveillance et de diagnostic des
cultures.

Une fois le choix des CNN justifié, nous présentons dans la section suivante leur
structure interne et les différentes couches qui composent cette architecture de Deep
Learning.
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1.9 Les réseaux de neurones convolutifs

CNN occupent aujourd’hui une place centrale dans le domaine de 'apprentis-
sage profond, notamment grace a leurs performances remarquables dans 1’analyse
d’images. Cependant, leur fonctionnement est souvent mal compris : contrairement
a une idée reque, les CNN ne reposent pas uniquement sur des multiplications
matricielles classiques. Certaines architectures integrent également des connexions
résiduelles, aussi appelées skip connections, qui permettent a I'information de "sau-
ter" certaines couches afin de faciliter 'apprentissage de représentations profondes.

Au ceeur de ces réseaux se trouve 1'opération de convolution. En mathématiques,
il s’agit d"une opération qui combine deux fonctions pour en produire une troisieme,
traduisant la fagon dont I'une vient modifier la forme de I'autre. Appliquée au trai-
tement d’images, cette opération consiste a faire glisser des filtres sur des régions
locales de I'image afin d’en extraire des caractéristiques pertinentes. C’est précisé-
ment ce mécanisme qui confere aux CNN leur capacité a détecter des motifs visuels
complexes, qu’il s’agisse de contours, de textures ou de structures plus abstraites
[41].

CNN s’articule autour de trois types de couches fondamentales : les couches
convolutives, les couches de regroupement (pooling) et les couches entierement
connectées (fully connected). C’est 'agencement ordonné de ces couches les unes
apres les autres qui donne naissance a ce que l'on appelle une architecture CNN
selon la figure 1.8 :

Image d'entrée Convolutions Pooling Fully Connected

Ficure 1.8 — Les couche CNN [5]

1.10 Les couches de réseaux de neurones convolutifs

1.10.1 La couche de convolution

La couche de convolution (CONV) est le cceur du réseau. Elle applique des
filtres qui balayent 'image d’entrée pour en extraire des caractéristiques locales. Le
résultat produit est appelé feature map ou activation map. Cette couche se régle
principalement via deux parametres : la taille du filtre F et le pas de déplacement
(stride) S [58].La figure 1.9 represente la couche de convolustion
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Ficure 1.9 — La couche de convolution [5]

La configuration d’un CNN repose sur le choix de trois hyperparametres fonda-
mentaux, qui influencent directement la qualité de I’apprentissage.

Le premier est la profondeur de la couche, qui correspond au nombre de noyaux
de convolution appliqués. Chaque noyau est associé a un ensemble de neurones
partageant le méme champ récepteur. Plus la profondeur est grande, plus le réseau
est capable de détecter des caractéristiques visuelles fines et complexes.

Le deuxiéme est le pas (stride) représente dans la figure 1.10, qui détermine de
combien de pixels le filtre se déplace a chaque étape. Un pas réduit engendre un
chevauchement plus important entre les régions analysées, ce qui produit en sortie
un volume de données plus volumineux et plus détaillé.

Ficure 1.10 — Le fonctionnement de Stride [5]

Le troisieme est le zéro-padding (ou rembourrage), qui consiste a entourer 'image
d’entrée d"une bordure de zéros. Ce mécanisme permet de maitriser les dimensions
spatiales du volume de sortie, et surtout de préserver les informations situées aux
bords de I'image, qui seraient autrement sous-exploitées par les filtres.

En définitive, ces trois hyperparametres profondeur, stride et padding ne sont pas
de simples réglages techniques. Ils conditionnent la fagon dont le réseau percoit et
traite I'image, et leur choix judicieux est déterminant pour les performances globales
du modele [13].

1 113
4 6 4 8
30 015
0 22 4

Pour appliquer la convolution, on commence par positionner le premier filtre
sur le coin supérieur gauche de I'image d’entrée, en le superposant a une zone de
méme taille. L'idée est simple : on multiplie chaque valeur du filtre par la valeur
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correspondante dans 1'image, puis on additionne tous ces produits pour obtenir un
seul résultat.

Par exemple, la valeur 7 dans la carte de sortie est obtenue de la maniere suivante :

(1x1) + (1x0) + (4%x0) + (6x1) =

Autrement dit, on fait le produit terme a terme des deux matrices superposées,
et la somme de ces produits donne la valeur finale a cet emplacement précis.

7

Une autre opération de convolution est menée pour la prochaine sous-matrice :

1113 7 5
4 6 4 8 1 0]
30 01 5| =
0 22

Le méme processus se répéte jusqu’a ce que la carte des caractéristiques du filtre
donné soit produite

1.10.2 La couche de Pooling (POOL)

La couche de pooling est une opération de sous-échantillonnage typiquement
appliquée apres une couche convolutionnelle. Elle permet de réduire la taille spatiale
des feature maps tout en conservant les informations essentielles [31].

Les deux types principaux représente dans le tableau 1.11

Type Max pooling Average pooling
Chaque opération de pooling Chaque opération de pooling

But sélectionne la valeur maximale de la sélectionne la valeur moyenne de la
surface surface

max avg
lllustration
—_— —_—

Commentai  + Garde les caractéristiques détectées « Sous-échantillonne la *feature map*

res « Plus communément utilisé « Utilisé dans LeNet

Ficure 1.11 — La couche de Pooling
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1.10.3 La couche Fully Connected (FC)

FC connected représenter dans la figure 1.12 s’applique sur une entrée préalable-
ment aplatie, ott chaque entrée est connectée a tous les neurones. Ces couches sont
typiquement présentes a la fin des architectures CNN et peuvent étre utilisées pour
optimiser des objectifs tels que les scores de classe [7] .

Avant d’arriver a cette couche, les feature maps produites par les couches de
convolution et de pooling sont transformées en un vecteur unidimensionnel (opé-
ration appelée flatten ou aplatissement). Ce vecteur est ensuite transmis a la couche
fully connected. Chaque neurone de cette couche :

-Recoit toutes les valeurs du vecteur d’entrée

-Applique une combinaison linéaire suivie d"une fonction d’activation

-Contribue a produire la prédiction finale [7]

Ficure 1.12 — La couche Fully Connected (FC)

1.11 Analyse des systémes d’irrigation intelligente pré-
existants

La plateforme INTEL-IRRIS represente dans la figure 1.13 est un systeme dirri-
gation intelligent basé sur IoT, le Fog Computing, le Cloud Computing et le Deep
Learning. Elle collecte des données environnementales a 1’aide de capteurs mesurant
notamment I’humidité du sol, la température et '’humidité de I’air. Les données sont
ensuite transmises a une plateforme de traitement ott des modeles d’intelligence
artificielle analysent leur qualité et prévoient 1’évolution des conditions environne-
mentales.

Pour la détection des anomalies dans les données des capteurs, les auteurs uti-
lisent des modeles Autoencoder (AE) et Generative Adversarial Network (GAN). La
prédiction des parametres environnementaux est réalisée a I’aide d'une architecture
hybride CNN-BiLSTM, capable d’analyser les séries temporelles et de prévoir les
besoins futurs en irrigation. Grace a cette approche, le systeme améliore la gestion
de I'eau, réduit les erreurs de mesure et permet une irrigation plus efficace et plus
précise [10].

-Mohanty et al. (2016) ont développé un systéme de reconnaissance automatique
des maladies des plantes basé sur un réseau de neurones convolutif profond (CNN),
entrainé sur la base de données publique PlantVillage composée de 54 306 images de
feuilles saines et malades, collectées en conditions contrdlées et couvrant 14 espéces
végétales et 26 maladies différentes. Les auteurs ont comparé deux architectures
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Ficure 1.13 — Systeme d’arrosage intelligent propose par A. DAHANE et al [10]

CNN reconnues, GoogLeNet et AlexNet, en utilisant le transfer learning pour adap-
ter ces modeles a la classification des maladies. Le modéle le plus performant a atteint
une précision remarquable de 99,35 % sur 'ensemble de test. Toutefois, cette préci-
sion chute a 31,4 % lorsque le modeéle est évalué sur des images issues de conditions
réelles différentes de celles de I’entrainement, soulignant la nécessité d’enrichir les
données d’entrailnement pour améliorer la généralisation du modele en conditions
terrain [45] .

-Ferentinos (2018) a exploité CNN pour la détection et le diagnostic automatique
des maladies des plantes a partir d'images de feuilles. Il a évalué et comparé plu-
sieurs architectures CNN bien établies, notamment VGG, AlexNet et Inception, afin
d’identifier la plus performante pour cette tiche de classification. L’étude a égale-
ment reposé sur la base de données PlantVillage, largement utilisée dans ce domaine.
Le meilleur modele testé a atteint une précision de classification de 99,53% [28] .

-Jiang et al. ont proposé une approche hybride combinant un CNN léger et un
SVM pour la détection des maladies des feuilles de riz, en utilisant une base de don-
nées de 2 870 images réparties en 4 classes de maladies. L'architecture CNN allégée
a été spécialement congue pour fonctionner sur des appareils mobiles a ressources
limitées, tandis que 'intégration du SVM comme classificateur final a permis d’amé-
liorer la précision de classification par rapport a l'utilisation du CNN seul. Cette
approche illustre 'intérét des modéles hybrides légers pour un déploiement efficace
en conditions terrain [35] .
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1.12 Agriculture Intelligente (Smart Agriculture)

1.12.1 Définition de 1’Agriculture Intelligente

Derriere les expressions un brin techniques de smart agriculture ou smart far-
ming, se cache une réalité bien concrete : 'entrée de plein fouet du monde agricole
dans l’ere du numérique. Concretement, il s’agit d’utiliser les technologies de 'in-
formation et de la communication (TIC) pour piloter plus finement les cultures et les
élevages. Contrairement a 1’agriculture traditionnelle, cette approche s’appuie sur la
collecte et ’analyse de données massives pour prendre des décisions ultra-précises,
ultra-rapides et souvent automatisées .

-Pour les chercheurs Wolfert et al, cette transition consiste a :

« Appliquer les technologies modernes de l'information a l’agriculture afin de
rendre la production alimentaire plus efficace, grace a la précision et a I'automatisa-
tion. »[60]

En clair, cela permet deux choses cruciales : doser les ressources (eau, engrais)
au gramme pres et réagir instantanément dés que la météo ou l'état d’une plante
change.

-Au cceur de cette révolution : trois piliers technologiques Comme le soulignent
Sundmaeker et al, I'agriculture intelligente n’est pas née de nulle part. Elle est le
fruit de la rencontre entre trois grandes révolutions technologiques [56] :

IoT : des capteurs connectés partout dans les champs ou sur les animaux;

Le big data : des montagnes de données récoltées en temps réel;

IA : des algorithmes capables de donner du sens a ces données pour guider
'agriculteur.

Pour 'agriculteur, le quotidien change radicalement. Il ne passe plus seulement
ses journées sur le terrain a exécuter des tiches manuelles; il devient le manager
d’un véritable écosysteme connecté.

-Relever le défi climatique.Enfin, cette mutation ne se limite pas a une simple
course au rendement. La FAO [26] insiste sur un point capital en parlant d’« agri-
culture intelligente face au climat ». L'objectif est triple et profondément humain :
nourrir une population croissante, rendre nos systemes alimentaires capables de
résister aux crises climatiques, et réduire 'empreinte carbone globale du secteur.

En somme, rendre I’agriculture plus connectée pour la rendre plus durable.

1.12.2 Domaines d’Application de la Smart Agriculture

L’agriculture intelligente s’invite aujourd’hui a chaque étape de la vie d'une
exploitation, avec des applications concretes qui changent radicalement le quotidien
des producteurs :

— Piloter l'irrigation au goutte-a-goutte : c’est 1'usage le plus courant. En
connectant des capteurs d’humidité au sol a des algorithmes intelligents,
on ne déclenche l'arrosage que si la plante en a vraiment besoin, et avec la
quantité exacte requise. Des technologies comme CropX ou AquaSpy com-
binent par exemple des sondes multi-profondeurs et des modeles prédictifs
pour économiser 1’eau [46]. Et les résultats sont la : des chercheurs ont prouvé
qu’'une irrigation ainsi régulée réduit la consommation d’eau de 30 a 50 %
sans impacter les récoltes [36].
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Repérer les maladies et les ravageurs : grace au deep learning (l’appren-
tissage profond), I’analyse d’images permet de détecter tres tot les attaques
d’insectes, les champignons ou les manques de nutriments. Un modele basé
sur CNN [48] a d’ailleurs réussi a identifier 26 maladies sur 14 especes de
plantes avec une précision de 99,35 %. Coté terrain, des drones survolent
désormais des centaines d’hectares en un clin d’ceil pour cartographier préci-
sément les zones a traiter [27].

Suivre la croissance et prédire les récoltes : équipés de caméras multispec-
trales et de capteurs LiDAR, les outils modernes mesurent la biomasse, la
hauteur des cultures et la surface des feuilles (LAI). Estimer le rendement
final plusieurs semaines avant de sortir la moissonneuse. En analysant les
images de drones via le deep learning, on arrive par exemple a estimer la
récolte du mais avec une marge d’erreur inférieure a 8 % [21].

Fertiliser : en croisant les données de conductivité électrique du sol et les
images satellites, on peut ajuster les apports en azote, phosphore et potassium
zone par zone, plutot que de traiter tout le champ de la méme maniere. Cette
technique de modulation de dose (appelée VRA) permet de réduire la facture
d’engrais de 10 a 25 % tout en protégeant les rendements[8].

1.12.3 Avantages de 1’Agriculture Intelligente

Adopter une approche technologique change completement la donne pour les
producteurs. Les avantages de la smart agriculture se font ressentir a tous les ni-
veaux :

Faire la chasse au gaspillage : en ciblant les besoins réels des cultures, on
réduit significativement la consommation d’eau et 'usage des engrais, ce qui
représente un avantage a la fois économique et environnemental.

Booster les récoltes : en maintenant les plantes dans des conditions optimales,
les rendements s’améliorent naturellement et de maniere significative.
Alléger I'’empreinte écologique : la réduction des exces d’intrants limite la
pollution et contribue a diminuer les émissions agricoles de protoxyde d’azote
(N20).

Proposer de meilleurs produits : grace a un suivi précis tout au long du cycle
de croissance, les récoltes sont plus homogenes et présentent une meilleure
qualité nutritionnelle.

Redonner du temps aux agriculteurs : 'automatisation des taches répétitives
permet aux exploitants de se concentrer davantage sur la gestion stratégique
de leur exploitation.

Faire face aux aléas climatiques : les modeles prédictifs offrent la possibilité
d’adapter rapidement les pratiques agricoles aux conditions météorologiques
afin de mieux protéger les cultures.

Garantir une transparence totale : I'enregistrement numérique des données
du champ facilite la tragabilité des productions et simplifie 1’obtention des
certifications et labels de qualité [1].
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1.13 Internet des objets

1.13.1 Definition

IoT, pour son acronyme anglais Internet of Things est une expression née en
1999 sous la plume de Kevin Ashton, alors cofondateur et directeur de 1’Auto-ID
Center. L'idée maitresse est de répertorier et de connecter au réseau mondial tous
ces appareils du quotidien qui ne sont ni des ordinateurs, ni des smartphones. Qu'il
s’agisse de nos voitures, de nos bracelets connectés, de nos réfrigérateurs ou méme
de nos installations électriques, tous font désormais partie de cette grande toile et
échangent des données en continu grace a leurs capteurs.

Enréalité, I'loT représentel’évolution logique et naturelle de notre fagon d"utiliser
les réseaux technologiques. Son grand objectif est de rendre le monde physique qui
nous entoure bien plus intelligent, simplement en connectant les objets pour qu’ils
récoltent et transmettent des informations [6].

Des lors qu'un appareil est autonome, qu’il possede sa propre adresse IP pour
communiquer et qu’il peut étre piloté a distance, il rejoint officiellement la grande
famille de I'Internet des objets. C’est, en somme, la technologie qui donne une voix
et une intelligence aux objets ordinaires pour nous faciliter la vie [6].

1.13.2  Architecture de 'internet d’objet

Des la fin des années 1990, le lancement du protocole internet IPv6 a ouvert
la voie a ce que 1’on appelle aujourd’hui 'Internet des objets . A I'époque, le défi
était déja de taille : il fallait créer un réservoir d’adresses IP gigantesque, bien plus
grand que le précédent, pour pouvoir attribuer une identité unique et connecter des
milliards d’objets du quotidien a Internet [50].

1.13.3 Les différents processus de l'internet des objets

-Capter : c’est le point de départ. Cela consiste a traduire une réalité physique
du monde réel (comme la température, I’humidité ou une pression) en un signal
numérique que les machines peuvent comprendre.

-Concentrer : cette étape sert de passerelle. Elle permet de connecter un réseau
d’objets tres spécifiques aux réseaux internet standards que nous utilisons tous les
jours, comme le Wi-Fi.

-Stocker : c’est la mémoire du systéme. Il s’agit de rassembler et de mettre a
l'abri toutes les données brutes qui arrivent en continu, en temps réel et de maniere
imprévisible, tout en leur ajoutant des étiquettes (les métadonnées) pour pouvoir
s’y retrouver plus tard.

-Présenter : c’est l'interface humaine. L'objectif est de traduire toutes ces mon-
tagnes de chiffres complexes en graphiques et en tableaux clairs, faciles a lire pour
nous, tout en nous donnant les outils nécessaires pour agir et piloter nos équipe-
ments a distance [6]. La figure 1.14 représente les différents processus de l'internet
des objets
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Ficure 1.14 - Le role des différents processus d'IOT [50]

1.14 Les technologies du réseau

Pour que I'loT fonctionne, il faut un ingrédient essentiel : la connectivité. C’est
grace aux technologies réseau que nos objets connectés peuvent enfin “parler” entre
eux et échanger des données. Jetons un ceil aux principales solutions qui rendent
tout cela possible :

1.14.1 Courte portée

Quand des objets connectés ont besoin de discuter alors qu’ils sont juste a coté
les uns des autres (généralement a moins de quelques dizaines de metres), on fait
appel aux technologies de courte portée. Leur grand point fort? Elles consomment
tres peu d’énergie, ce qui est parfait pour prolonger la durée de vie des batteries.
Parmi les solutions les plus connues, on trouve :

1.14.1.1 Bluetooth

Il utilise des ondes radio pour connecter nos appareils et faire transiter des
données dans les deux sens, sur de tres courtes distances. C’est le champion incon-

tournable pour relier nos smartphones a nos écouteurs ou a nos montres connectées
[40].

1.14.1.2 Zigbee

Ce protocole a été pensé sur mesure pour les maisons intelligentes. Son but ? Per-
mettre a toute une panoplie d’appareils connectés (ampoules, capteurs) de discuter
entre eux sur de petites distances sans jamais vider leurs piles.

1.14.1.3 Z-Wave

Le grand rival du Zigbee, lui aussi spécialisé dans la domotique. Il est tres appré-
cié pour piloter les installations de la maison (chauffage, sécurité) mais trouve aussi
une place de choix dans le secteur de la santé connectée [17].
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1.14.14 NFC

C’est la technologie du "contact". Elle permet d’échanger des données a une
distance minuscule, de I’ordre de quelques centimétres a peine. C’est exactement ce
qui se passe lorsque vous payez avec votre smartphone ou que vous validez votre
pass Navigo d"un simple geste [54].

1.14.2 Moyenne portée
11421 Wi-Fi

Inutile de le présenter, il est partout. C’est lui qui gére nos connexions du quo-
tidien sur des distances courtes a moyennes. Ordinateurs, smartphones, tablettes et
objets connectés : tout le monde s’y branche pour surfer sur Internet, streamer des
vidéos, partager des fichiers ou piloter la maison. C’est la colonne vertébrale de notre
vie numérique [11].

1.14.2.2 BLE (Bluetooth Low Energy)

Contrairement au Bluetooth classique qui sert a écouter dela musique, le BLE a été
taillé sur mesure pour I'IoT. Il consomme un soupg¢on d’énergie tout en conservant
une excellente portée (jusqu’a plusieurs dizaines de meétres). C’est la technologie
idéale pour les capteurs, les trackers d’objets ou les appareils digitaux de santé, qui
ont besoin de fonctionner des mois ou des années sur une simple pile [29].

1.14.3 Longue portée
1.14.3.1 La2G (GSM)

C’est la pionniere. Congue a l’origine pour la voix et les SMS, elle offre des débits
tres limités. Aujourd’hui vieillissante (et en cours d’extinction), elle a longtemps
dépanné I'loT pour des taches tres basiques, comme de simples relevés de compteurs
[44].

1.14.3.2 La3G

Elle a marqué le vrai début de 1'Internet mobile, ouvrant la voie au streaming et
a la géolocalisation. Dans 1'I0T, elle a permis de franchir un cap en connectant des
systémes plus gourmands en données.

1.14.3.3 La4G (LTE)

Le standard actuel de nos smartphones. Avec ses débits élevés, elle est parfaite
pour les applications IoT lourdes : caméras de surveillance en haute définition,
routeurs industriels ou gestion de flottes de véhicules en temps réel.

1.14.3.4 La5G

C’est la révolution en marche. Au-dela de sa vitesse impressionnante, c’est sa
réactivité quasi instantanée (la faible latence) et sa capacité a connecter des millions
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d’appareils en méme temps qui changent la donne. Elle ouvre grand la porte aux
technologies du futur : véhicules autonomes, chirurgie a distance (télémédecine) ou
usines connectées.

1.14.4 Protocoles de Communication Utilisés dans [oT

Au-dela des réseaux physiques, les objets connectés ont besoin de langages com-
muns pour s’échanger des messages : ce sont les protocoles applicatifs. En voici les
principaux :

1.14.41 MOQTT

C’est le poids plume des protocoles, taillé sur mesure pour les appareils qui
manquent de puissance ou de réseau. Son secret repose sur un systéme d’abonne-
ment (le modele Publication/Abonnement) : un capteur publie une info, et seuls ceux
qui se sont abonnés la regoivent. Cela permet de transmettre des données de maniere
hyper fiable, méme si la connexion Internet fait des siennes [59].

1.14.4.2 HTTP/HTTPS

C’est tout simplement le langage standard d’Internet. Si sa version sécurisée
(HTTPS) protege nos données, ce protocole sert a faire le pont entre les objets IoT et
le web. C’est lui qu’on utilise pour envoyer les relevés d'un capteur vers un tableau
de bord en ligne, interroger des API ou télécharger automatiquement la derniere
mise a jour d"un appareil [59].

1.14.4.3 CoAP

C’est le petit frere jumeau d'HTTP, mais en version ultra-allégée. La ot HTTP
est parfois trop lourd pour de tout petits composants, CoAP prend le relais pour
faciliter la communication directe de machine a machine (M2M) au sein des réseaux
de capteurs ou de la domotique [55].

1.14.4.4 AMQP

Ce protocole est un expert de la livraison de messages hautement sécurisée et
asynchrone. Contrairement 8 MQTT qui cherche la légereté absolue, AMQP mise
tout sur la robustesse et la tracabilité des échanges. C’est pourquoi on le retrouve
massivement dans les systemes industriels complexes, la finance et1'loT d’entreprise
ol aucune donnée ne doit se perdre en chemin [2].

1.14.4.5 XMPP

Le protocole XMPP est une solution de communication basée sur le standard
XML. §il est historiquement connu pour propulser la messagerie instantanée et la
gestion des états de présence en ligne, son potentiel va bien au-dela des applica-
tions de chat classiques. Aujourd’hui, XMPP s’impose comme un pont idéal pour
la communication M2M (Machine-to-Machine) dans le cadre d’un « IoT humanisé
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», permettant aux objets connectés et aux humains d’interagir naturellement sur les
mémes réseaux [51].

1.15 L’agriculture de précision et la convergence IA-IoT

L’agriculture de précision est une approche moderne qui vise a adapter les pra-
tiques agricoles aux besoins spécifiques de chaque parcelle et aux variations des
conditions environnementales au fil du temps. Pour y parvenir, elle s’appuie sur
trois éléments essentiels : 1'observation, grace aux capteurs et aux technologies
d’imagerie; I'analyse, réalisée a I'aide du traitement des données et de l'intelligence
artificielle; et enfin I’action, mise en ceuvre par des systéemes automatisés tels que les
actionneurs ou les robots agricoles. Dans ce contexte, IoT joue un role central dans
la collecte et la transmission des données, tandis que 'intelligence artificielle permet
de les analyser et de soutenir la prise de décision.

L’association de 1'IoT et de I'[A offre de nombreux avantages pour l’agriculture.
Elle permet notamment de surveiller en continu les parametres environnementaux
tels que la température, 'humidité ou la luminosité, puis de transmettre ces in-
formations vers des plateformes de traitement. Les données collectées sont ensuite
analysées afin de prendre des décisions adaptées, comme le déclenchement auto-
matique de l'irrigation ou 'application de traitements spécifiques. Cette chaine de
fonctionnement, fondée sur les étapes « observer, analyser et agir », constitue le
principe de base des systémes d’irrigation intelligents et contribue a une gestion
plus efficace des ressources agricoles [24].
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1.16 Conclusion

Ce chapitre a permis d’établir les bases conceptuelles et technologiques néces-
saires a la compréhension du systeme proposé. Nous avons présenté les fondements
de l'intelligence artificielle et ses différentes approches d’apprentissage, en souli-
gnant la place centrale du deep learning et des réseaux de neurones convolutifs
dans les taches de reconnaissance d’images. Nous avons également mis en évidence
I'essor de I’agriculture intelligente, qui tire profit de la convergence entre 1'I0T, le big
data et]'TA pour améliorer la gestion des cultures, réduire les intrants et faire face aux
aléas climatiques. Enfin, ’analyse des systemes d’irrigation intelligente préexistants
a permis d’identifier les approches les plus performantes en matiére de détection des
maladies des plantes, notamment les travaux de Mohanty et al., Ferentinos, et Jiang
et al., qui confirment la pertinence des CNN pour ce type de tache. Ces éléments
constituent le socle théorique sur lequel s’appuie la méthodologie détaillée dans le
chapitre suivant.
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| 2
CHAPITRE

CONCEPTION ET METHODOLOGIE DU SYSTEME [oT
D’ IRRIGATION INTELLIGENTE BAsSE sur 1'TA

2.1 Introduction

Ce chapitre constitue le cceur technique de ce mémoire. Il présente en détail les
différents composants du systéme proposé ainsi que leur fonctionnement, depuis la
capture des images par I'ESP32-CAM jusqu’au controle automatique des pompes
d’engrais. Il décrit également les étapes de développement du modele d’intelligence
artificielle basé sur le Deep Learning, notamment la préparation des données, le
prétraitement des images, la conception CNN, son entrainement et son évaluation a
partir du dataset PlantVillage. En outre, ce chapitre expose 1’architecture IoT distri-
buée du systeme, les mécanismes de traitement et de prise de décision, les techniques
visant a améliorer la robustesse de la détection des maladies, ainsi que la stratégie
de dosage séquentiel automatisé des engrais NPK.

2.2 Résumé global du fonctionnement

Le systeme développé repose sur une approche de Deep Learning basée sur
CNN pour la détection automatique des maladies des plantes a partir d'images de
feuilles. Le processus commence par 1'utilisation d'une base de données d’images
servant a l'entralnement du modéle. Apres plusieurs étapes de prétraitement et
d’apprentissage, le modele est sauvegardé puis utilisé pour analyser de nouvelles
images. Lorsqu’une image est soumise au systéme, elle est prétraitée puis transmise
au réseau neuronal qui identifie la maladie la plus probable et affiche le résultat a
l'utilisateur. Le schéma 2.1 résume "ensemble du fonctionnement du systéme.
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Ficure 2.1 — Flux de traitement CNN pour la détection des maladies des feuilles

2.3 Description détaillée du systeme

Apres avoir présenté la vue globale du fonctionnement du systeme, il est né-
cessaire de détailler les différentes composantes qui interviennent dans sa réali-
sation. Cette section décrit successivement les bibliotheques utilisées, le processus
d’entrainement du modéle CNN ainsi que la phase de test permettant d’identifier
automatiquement les maladies des plantes a partir de nouvelles images.

2.3.1 Bibliotheques utilisées

Plusieurs bibliotheques Python sont utilisées dans ce projet comme :

2.3.1.1 TensorFlow / Keras

TensorFlow est la bibliothéque principale utilisée pour le Deep Learning.Elle
permet :

— la création du réseau neuronal convolutif (CNN),

— l'entrainement du modele,

— 1’évaluation des performances,

— la sauvegarde et le chargement du modéle.

La bibiotheque peut etre importé la commande suivante :

import tensorflow as tf

2.3.1.2 NumPy

NumPy serta:

— Manipuler les tableaux numériques

— Convertir les images en matrices

— Préparer les données pour le modele

La bibiotheque peut etre importé la commande suivante :
import numpy as np
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2.3.1.3 Matplotlib

Matplotlib permet :

— Afficher les images

— Visualiser les résultats

— Tracer les courbes d’apprentissage

La bibiotheque peut étre importé la commande suivante :
import matplotlib.pyplot as plt

2.3.1.4 Pandas

Pandas est utilisé pour :

— Organiser les données

— Créer des tableaux de résultats

— Analyser les performances du modele

La bibiotheque peut etre importé la commande suivante :
import pandas as pd

2.3.2 Seaborn

Seaborn est utilisé pour :

— Afficher la matrice de confusion

— Visualiser les performances sous forme graphique

La bibiotheque peut étre importé la commande suivante :
import seaborn as sns

2.3.3 OpenCV

OpenCV permet :

— Charger les images

— Convertir les formats de couleur

— DPrétraiter les images avant la prédiction

La bibiotheque peut étre importé la commande suivante :
import cv2

2.3.4 Scikit-Learn

Cette bibliotheque sert a calculer :

— La précision (Precision)

— Le rappel (Recall)

— Le score F1

— La matrice de confusion

La bibiotheque peut étre importé la commande suivante :
from sklearn.metrics import confusion_matrix

from sklearn.metrics import classification_report
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2.4 Fonctionnement du I'’entrainement

2.4.1 Ftape 1: Chargement des données

La premiére étape consiste a charger automatiquement les images du jeu de
données a partir du dossier d’entrainement train. Chaque sous-dossier correspond a
une classe spécifique représentant soit une plante saine, soit une maladie particuliere.
Grace a Keras, les images sont lues et étiquetées automatiquement selon le nom du
dossier dans lequel elles se trouvent. Cette organisation facilite la préparation des
données pour "apprentissage du modele.

2.4.2 FEtape 2 : Prétraitement des images

Avant d’étre utilisées par le réseau neuronal, toutes les images sont redimen-
sionnées a une taille uniforme de 128 x 128 pixels. Cette étape est essentielle pour
garantir que le modele recoive des données homogenes et puisse traiter toutes les
images de maniere cohérente. Les images sont également converties dans un format
compatible avec TensorFlow afin de faciliter leur traitement lors de I'entrainement.

2.4.3 FEtape 3 : Création du CNN

Le modele utilisé est CNN, particulierement adapté a I’analyse d’images. Les
couches de convolution (Conv2D) permettent d’extraire automatiquement des ca-
ractéristiques importantes telles que les contours, les textures, les taches et les motifs
visuels associés aux maladies des plantes. Les couches de pooling (MaxPooling2D)
réduisent progressivement la taille des données tout en conservant les informations
essentielles, ce qui améliore 'efficacité du modele. Les couches Dropout sont ajou-
tées pour limiter le surapprentissage et améliorer la capacité du modeéle a généraliser
sur de nouvelles images. Aprés l'extraction des caractéristiques, la couche Flatten
transforme les données en un vecteur unique qui est ensuite traité par une couche
Dense de 1500 neurones.

Enfin, une couche de sortie Softmax composée de 38 neurones produit une pro-
babilité pour chacune des 38 classes de maladies ou de plantes saines.

2.44 Ftape 4 : Compilation

Une fois l’architecture du modele définie, celui-ci est compilé a 1'aide de 'opti-
miseur Adam, qui ajuste automatiquement les poids du réseau afin de minimiser
'erreur. La fonction de perte utilisée est categorical_crossentropy, adaptée aux
problémes de classification multi-classes. La métrique accuracy est également utili-
sée afin de mesurer le pourcentage de prédictions correctes réalisées par le modele
pendant I’apprentissage.

2.4.5 FEtape 5 : Entrainement

Le modele est ensuite entrainé pendant 10 époques. Au cours de chaque époque,
les images d’entralnement sont analysées, les prédictions sont calculées puis com-
parées aux étiquettes réelles. L'erreur obtenue est utilisée pour ajuster les poids du
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réseau et améliorer progressivement les performances du modele. A la fin de chaque
époque, une validation est effectuée sur un jeu de données distinct afin de vérifier la
capacité du modeéle a généraliser sur des données qu’il n’a jamais vues.

TasLE 2.1 - Evolution de la précision d’entrainement et de validation

Epoque | Train acc | Val acc
1 60.19% | 84.53%
5 93.71% | 93.83%
10 97.07% | 95.08%

2.4.6 Ftape 6: Evaluation

Apresl’entrainement, le modele est évalué al’aide de la fonction model.evaluate().
Cette étape permet de mesurer la perte (loss) ainsi que la précision (accuracy) du
modele. Ces indicateurs fournissent une estimation objective des performances ob-
tenues sur les données utilisées pour 1’évaluation. La courbe 2.2 représente évolution
de I’accuracy et de la loss

@ Train accuracy == [l Val accuracy

Ep.1 Ep.2 Ep.3 Ep4 Ep5 Ep.6 Ep.7 Ep8 Ep9 Ep-10

@ Trainloss [ Val loss

14

Ep1 Ep.2 Ep3 Ep4 EpS5 Ep.6 Ep.7 Ep8 Epo Ep-10

FiGure 2.2 — Evolution de ’accuracy et de la loss

2.4.7 Ftape 7 : Sauvegarde

Une fois I'entrainement terminé, le modele est sauvegardé dans un fichier nommé
trained_model.keras. Ce fichier contient I’ensemble des poids et des parametres
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appris durant 'entrainement. Il pourra ensuite étre réutilisé sans avoir a recom-
mencer tout le processus d’apprentissage.La figure 2.3 représente ’architecture et
pipeline CNN

o Architecture CNN — Sequential

Conv2D (32) + Conv2D (32) MaxPooling2D
Dataset Séparation © Prétraitement kernel 3x3, activation ReLU pool 2x2, stride 2
Kaggle Train / Validation des images v
New Plant Diseases 70 295 images train Resize 128;1 28 px Conv2D (64) + Conv2D (64) MaxPooling2D
— 38 classes — 17572 images valid GECESbeicasZ sie, kernel 3x3, activation ReLU pool 2x2, stride 2
o —> =g M - il
- 2
‘ N o Idem pour Conv2D(128), Conv2D(256), Conv2D(512) + MaxPeol
|
” & :
Dropout (0.25) Hm— Flatten
128x128 Evite le surapprentissage Aplati en vecteur 2048
\ v ~
Dense (1500, RelU) > Dense (38, Softmax)

+ Dropout (0.5) Couche de sortie — 38 classes

i

‘ = e Compilation du modéle J Entrainement — 10 époques Sauvegarde du modéle
‘ z __o Adam Ir=0.0001 - loss: categorical_crossentropy > /\) Train acc: 97.07% =¥ trained.modelhS

* metric: accuracy Val acc: 95.08% + trained_model.keras

‘ @ Données @ Préparation @ Modélisation (CNN) Compilation @ Entrainement Sauvegarde
|

Ficure 2.3 — Architecture et pipeline CNN pour la classification des maladies des
plantes

2.5 Fonctionnement du test

2.5.1 Ftape 1: Chargement du modéle

Le notebook de test commence par charger le modele préalablement entrainé
et sauvegardé dans le fichier trained_model.keras. Cette opération permet de ré-
cupérer toutes les connaissances acquises pendant la phase d’entrainement. Aucun
nouvel apprentissage n’est réalisé a cette étape.

2.5.2 FEtape 2 : Chargement d’une image

L'utilisateur sélectionne ensuite une nouvelle image de feuille a analyser. Cette
image représente une plante dont I’état sanitaire est inconnu. Le programme lit
I'image et la prépare pour le processus de prédiction.

2.5.3 Ftape 3 : Prétraitement

Comme lors de 'entrainement, 1'image est redimensionnée a 128 x 128 pixels
afin de respecter le format attendu par le modele. Elle est ensuite convertie en
tableau numérique (NumPy Array), ce qui permet au réseau neuronal de la traiter
correctement.
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2.54 Ftape 4 : Prédiction

L'image prétraitée est transmise au modele al’aide dela fonctionmodel . predict ().
Le CNN analyse alors les caractéristiques visuelles de la feuille et les compare aux
connaissances qu’il a apprises durant I’entrainement. Le résultat obtenu est un en-
semble de probabilités correspondant aux différentes classes possibles.

2.5.5 FEtape 5: Sélection de la meilleure classe

Apres la prédiction, la fonction np.argmax () est utilisée pour identifier la classe
possédant la probabilité la plus élevée. Cette classe correspond a la maladie ou
a l'état de santé que le modele considere comme le plus probable pour l'image
analysée. Par exemple, le modele peut prédire que la feuille appartient a la classe
Potato___healthy, indiquant une pomme de terre saine.

2.5.6 Ftape 6: Affichage du résultat

Enfin, le programme affiche 1'image analysée ainsi que le nom de la maladie
détectée ou de I’état de santé identifié. Cette étape fournit a 1'utilisateur un diagnostic
automatique basé sur les prédictions du modéle de Deep Learning.

2.6 Architecture Globale du Systéme

Pour répondre a la problématique présentée dans l'introduction générale, nous
proposons dans le cadre de ce sujet de master un systeme dénommé N-P-Kinetix.
Ce systeme repose sur une architecture distribuée composée de cinq nceuds inter-
connectés via un réseau Wi-Fi local (hotspot mobile, sous-réseau. Cette architecture
permet une répartition claire des responsabilités entre les différentes unités afin
d’améliorer la modularité, la fiabilité et la facilité de maintenance du systeme.

Les fonctions des différents nceuds sont les suivantes :

— ESP32-CAM : capture les images des plantes et les transmet au serveur.

— ESP1:mesure les parametres environnementaux (température, humidité, etc.)

et assure le role de passerelle de données.

— PC exécutant Flask : réalise I'inférence par intelligence artificielle, traite les
images et fournit les services de données.

— ESP2 : assure le contrdle des actionneurs tels que les pompes et les électro-
vannes.

— Arduino Mega (1) : intégré dans 1'unité de terrain et connecté en commu-
nication série (UART/Serial) avec ESP1. 1l est utilisé exclusivement pour la
gestion de 1’écran LCD et I’affichage des données des capteurs, ainsi que des
résultats du diagnostic des maladies des plantes, en plus des recommanda-
tions de fertilisation en éléments NPK générées par le systeme d’intelligence
artificielle.

— Arduino Mega (2) : intégré dans la station maitre et connecté en communica-
tion série (UART/Serial) avec ESP2. Il gere l'affichage local des informations
et le pilotage des relais.
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Cette répartition fonctionnelle permet de séparer les tiches de maniere efficace,
de réduire la charge de calcul sur chaque nceud et de faciliter I’évolution ainsi que la
maintenance du systéme. La figure 2.4 représente 1’architecture globale du systéme.

ESP32-CAM
Capture image feuille

POST /predict

PC / Serveur Flask
Inférence CNN - DISEASE DB

ESP1 / ESP8266 Streamlit Ul ESP2 | ESP8266
Capteurs DHT22 - Sol localhost-8501 FSM NPK - Triple Filtre

/ \

Arduino Mega 1 Arduino Mega 2
Ecran TFT - Infos maladie 6 Relais - Pompes NPK
DHT22 - Capteur Sol Pompes N-P - K- Eau

FiGure 2.4 — Architecture globale du systéeme

2.7 Description des Nceuds

L’ESP32-CAM est responsable de la capture des images des feuilles de la plante.
Contrairement a un mode de capture automatique périodique, la prise de photo est
déclenchée manuellement via un bouton. Lorsqu’il est activé, le systéme capture une
image et 'envoie au serveur Flask via une requéte HTTP de type POST pour analyse.

ESP1 / ESP8266 : il lit les données environnementales provenant des capteurs
(DHT22 pour la température et ’humidité relative, et capteur résistif pour I’humidité
du sol). Il expose une API REST composée de trois endpoints :

— /data: utilisé pour la transmission des données des capteurs.

— /npk : agit comme proxy pour les données NPK provenant du PC.

— /set_recommendation : utilisé pour recevoir les recommandations générées

par l'intelligence artificielle (Flask) afin de les afficher sur 1’écran LCD.

I joue également le role de passerelle entre ESP2 et le serveur Flask, permettant
de contourner les restrictions d’isolation des clients sur le réseau hotspot.

— PC/ Serveur Flask : il héberge le modéle CNN entrainé (trained_model.h5
ou trained_model.keras). Il effectue l'inférence via TensorFlow/Keras, main-
tient une base de données des maladies (DISEASE_DB), enregistre les résultats
dans latest_result. json, expose les valeurs NPK via I'endpoint /npk, et
transmet les recommandations vers ESP1 via /set_recommendation.

— ESP2/ESP8266 : il controdle six actionneurs (pompes d’eau, N, P, K, mélangeur
et systeme d’irrigation) a I’aide d"une FSM. Il interroge 1’endpoint /npk fourni
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2.8

par ESP1 afin de récupérer les recommandations IA. Il applique également
un filtrage basé sur la fraicheur des données et I'humidité du sol avant tout
déclenchement.

Arduino Mega 1 (Interface de recommandations et maladies — connecté a
ESP1) : il recoit les données et commandes de I’ESP1 / ESP8266 via une liaison
série UART. Son role principal est l’affichage des résultats de l'intelligence
artificielle, notamment la classification des maladies des plantes et les recom-
mandations de traitement. Ces informations sont affichées sur un écran TFT
de type MCUFRIEND 3.5” (480x320). L’Arduino Mega 1 assure une mise a
jour dynamique de 'affichage dés réception de nouvelles données, permettant
une visualisation en temps réel de 1’état de la plante et des recommandations
associées.

Arduino Mega 2 (Unité de commande des actionneurs — connecté a ESP2) :
il recoit les ordres de I'ESP2 / ESP8266 via une communication UART. Il
est responsable du controle de six actionneurs. Il pilote également un écran
TFT de type ILI9341 (320x240) permettant I'affichage en temps réel de 1’état
des actionneurs (pompe d’eau, N, P, K, mélangeur et systeme d’irrigation),
assurant ainsi une supervision continue du systeme.

Flux de Données Complet

Le flux de données du systeme suit la séquence suivante :

1.

Etape 1 : L'ESP32-CAM capture une image JPEG et 'envoie via HTTP POST
a:http://172.20.10.4:5050/predict.

Etape 2 : Le serveur Flask recoit I'image, applique le prétraitement (recadrage
centré + redimensionnement 224x224), puis effectue 1'inférence du modéle
CNN.

Etape 3 : Flask enregistre le résultat dans latest_result.json (classe pré-
dite, niveau de confiance, valeurs NPK et recommandation), puis envoie la
recommandation a ESP1 via POST /set_recommendation.

Etape 4 : Flask expose les valeurs NPK via GET /npk au format JSON: {N, P,
K, ready}.

Etape 5 : ESP1 récupére les données /npk depuis le PC, puis les relais vers
ESP2 via son propre endpoint /npk (role de proxy).

Etape 6 : ESP2 interroge http://172.20.10.5/npk , vérifie la fraicheur des
données ainsi que '’humidité du sol avant d’exécuter la machine a états NPK.

Etape 7 : ESP2 envoie les commandes a 1’Arduino Mega via UART, lequel
active séquentiellement les relais pour les pompes N, P, K, 'eau, le mélangeur
et le systeme d’irrigation.

La figure 2.5 représente le flux de données complet.
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ESP32-CAM —> @ Capture JPEG — HTTP POST :5050/predict

. 7 ¢
f 3

Flask / PC —> @ Recadrage 224x224 — Inférence CNN (38 classes)
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f 3

Flask / PC —> @ Sauvegarde latest_result.json - POST — ESP1
. 7
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ESRUS U @ Affiche maladie + NPK + conseils sur TFT 480x320
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ESP2 — @& GET /npk — Triple Filtre — Lance FSM dosage
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' '
I ® Seéquence FSM: N — P — K — Eau — Mélange — Irrigation
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' N \b

Arduino 2 —> @ Pilote 6 relais - TFT état dosage - Fin — IDLE
. .

Ficure 2.5 — Flux de Données Complet

2.9 Dataset PlantVillage

Le dataset PlantVillage, développé par 1'Université de Penn State [18, 27], consti-
tue la référence mondiale pour la classification des maladies des plantes par vision
par ordinateur. Il comprend environ 87 000 images RVB de feuilles de plantes, ac-
quises en conditions controlées (fond uniforme, éclairage homogene), réparties en
38 classes couvrant 14 especes végétales.

2.9.1 Description du Dataset

— Taille : environ 87000 images RGB au format JPEG, avec des résolutions
variables (généralement comprises entre 256x256 et 512x512 pixels).

— Classes : 38 classes correspondant a des maladies spécifiques ou a I'état sain
(healthy) pour 14 especes végétales : tomate, pomme de terre, mais, rai-
sin, cerise, poivron, fraise, framboise, soja, courge, myrtille, orange, péche et
pomme.

— Répartition : 80 % des images sont utilisées pour 'entrainement (environ
69 600 images) et 20 % pour la validation (environ 17400 images), sans en-
semble de test séparé.

2.9.2 Base de Données des Maladies (DISEASE_DB)

Chaque classe du dataset PlantVillage est associée, dans notre systeme, a une en-
trée spécifique dans la base de données DISEASE_DB, intégrée au module plant_receiver.py.
Cette base contient les parametres agronomiques utilisés pour générer automatique-
ment des recommandations adaptées a 1'état phytosanitaire détecté par le modele
de classification.
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Pour chaque classe, les informations suivantes sont enregistrées :

— une formule NPK indicative utilisée pour ajuster le programme de fertilisation

— un niveau de sévérité (Low, Medium, High) .

— une plage cible d’humidité du sol .

— une recommandation agronomique visant a réduire le stress physiologique et

a améliorer la gestion de la maladie.

Les recommandations NPK ont été élaborées a partir des principes généraux de
nutrition minérale des plantes décrits dans la littérature scientifique, notamment par
[42], [19], [34] et [33]. Elles ne constituent pas un traitement direct des maladies, mais
un mécanisme d’aide a la décision destiné a soutenir la vigueur de la plante, réduire
les effets du stress et améliorer sa tolérance aux agents pathogenes.

Un exemple d’entrée de la base de données pour la classe Tomato
est présenté ci-dessous :

Late_blight

{
"Tomato___Late_blight": {
"npk": "8-12-30",
"severity": "High",
"soil_humidity": "35-50%",
"advice": "Retirer immédiatement les feuilles infectées, appliquer
fongicide."
}
}

Les valeurs NPK intégrées dans la base de données ne représentent pas des
prescriptions agronomiques universelles pour chaque maladie. Elles correspondent
a des regles de décision construites a partir des connaissances scientifiques relatives
a la nutrition végétale et a son influence sur la résistance des plantes aux maladies
[42] [19]. Par exemple, plusieurs études montrent qu'un exces d’azote (N) peut
favoriser certaines maladies fongiques, tandis qu'un apport adéquat en potassium
(K) contribue a renforcer les mécanismes de défense de la plante [34] [19]. Ces
principes ont été traduits en recommandations NPK simplifiées afin de permettre au
systeme de fournir automatiquement une assistance agronomique cohérente apres
la détection d’une maladie [33].

2.10 Prétraitement des Images

Le prétraitement des images est une étape importante avant 'envoi de I'image au
modele d’intelligence artificielle. Son objectif est de préparer toutes les images de la
méme maniere que lors de ’entrainement du modéle afin de garantir des prédictions
tiables et précises pour le diagnostic des maladies des plantes.

2.10.1 Ftapes du Prétraitement

— Décodage de 1'image : 'image recue depuis 'ESP32-CAM sous forme de
données binaires (bytes) est décodée a l'aide de la bibliotheque PIL, puis
convertie au format couleur RGB.
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— Recadrage centré (Center Crop) : si I'image n’est pas carrée, seule sa partie
centrale est conservée afin d’obtenir une image carrée. Cette opération permet
de supprimer les éléments inutiles, tels que l'arriére-plan ou le sol, et de
concentrer 1’analyse sur la feuille de la plante.

— Redimensionnement : 'image est ensuite redimensionnée a 224x224 pixels,
correspondant a la taille d’entrée attendue par le modele CNN.

— Conversion en tableau NumPy : 'image est transformée en un tableau NumPy
de type float32, tout en conservant les valeurs des pixels dans leur plage
d’origine [0, 255].

— Ajout de la dimension batch : une dimension supplémentaire est ajoutée afin
d’obtenir la forme finale (1, 224, 224, 3), correspondant au format d’entrée
requis lors de l'inférence du modele.La figure 2.6 représente les étapes du

prétraitemen
. N N\ N\ D
( ) @ Décodage (@ Recadrage @) Resize @ Normalise
Source .
PIL.Image Centré 224 x 224 +255.0— [0,1]
ESP32-CAM .open(ByteslO) s = min(w,h) LANCZOS expand_dims
ou Streamit | conven(REB) ) Regioncaree s} S (1,224,224,3)
model.predict()
Octets JPEG
\ Y, PIL Image RGB Carré HxHx3 224%224x%3 float32 [0,1]
. J U VA J U J
Sortie CNN — Vecteur Softmax 38 classes
np.argmax — classe - Probabilité — Confiance

FiGure 2.6 — Pipeline Prétraitement Image

2.10.2 Fonction de Prétraitement

Les étapes précédentes sont implémentées dans la fonction preprocess() du
fichier plant_receiver.py:

def preprocess(img_bytes: bytes, center_crop: bool = True) ->
np.ndarray:
img = Image.open(io.BytesIO(img_bytes)).convert(’RGB’)
if center_crop:
w, h = img.size
s = min(w, h)
img = img.crop(((w-s)//2, (h-s)//2, (w+s)//2, (h+s)//2))
img = img.resize((224, 224), Image.LANCZOS)
return np.expand_dims(np.array(img, dtype=np.float32), 0)

2.11 Mécanisme de filtrage triple des prédictions

La conception d’un mécanisme de filtrage a trois niveaux constitue 1'une des
contributions originales majeures de ce travail. Ce mécanisme répond a une problé-
matique essentielle des systémes IoT embarqués, a savoir la dégradation de la qualité
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des images capturées en conditions réelles (variations d’éclairage, de distance, vibra-
tions ou mouvements des plantes) par rapport aux images d’entrainement acquises
dans des conditions controlées. Cette différence entre les données d’apprentissage et
les données réelles peut entrainer des erreurs de prédiction susceptibles de provo-
quer des décisions inappropriées, telles qu'un sur-arrosage ou un mauvais dosage
d’engrais. Afin de limiter ces risques, un filtrage multi-niveaux a été mis en place
pour sécuriser les décisions avant leur exécution sur le terrain.
— Niveau 1: filtrage par seuil de confiance
Le premier niveau repose sur le score de confiance issu CNN, corres-
pondant a la probabilité Softmax maximale parmi les 38 classes de maladies
végétales.
Un seuil configurable (70%)(CONFIDENCE_THRESHOLD) dans le fichier
plant_receiver.py est appliqué afin de valider uniquement les prédic-
tions suffisamment fiables. Si la confiance est inférieure a ce seuil (70%), la
prédiction est rejetée et le systéme conserve la derniere prédiction valide ou
bascule en mode « incertain ». Ce mécanisme permet d’éviter toute prise de
décision basée sur une information peu fiable. Ce seuil constitue un compro-
mis entre sensibilité et spécificité et peut étre ajusté sans réentrainement du
modele.
— Niveau 2 : filtrage par fraicheur temporelle des données
Le deuxiéme niveau garantit que les données NPK utilisées pour la fertili-
sation sont récentes et pertinentes. Dans 1'unité ESP2, les données NPK ne sont
considérées valides que si elles ont été acquises dans une fenétre temporelle
inférieure a 60 secondes, définie par :

AT_DATA_MAX_AGE_MS = 60000
Cette vérification est implémentée par la fonction suivante :

bool isAIDataFresh() {

if (!aiDataReady || '!'aiDataValid) return false;

return (millis() - aiDataTimestamp) < AI_DATA_MAX_ AGE_NS;
h

Ce mécanisme permet d’éviter 'utilisation de recommandations obsoletes,
notamment lors de changements de plantes ou d'une inactivité du serveur
Flask. Il garantit la cohérence temporelle des décisions.

— Niveau 3 : filtrage basé sur ’humidité du sol

Le troisieme niveau est un filtrage agronomique basé sur 1’état réel du sol.
Avant tout déclenchement d"un cycle d’irrigation, le taux d’humidité mesuré
par le capteur connecté a ESP1 est vérifié. Si 'humidité dépasse 50 % [4], le
cycle d’irrigation est automatiquement annulé, indépendamment des recom-
mandations de l'intelligence artificielle. Cette logique est implémentée dans
les fonctions checkTimeTrigger () ethandlePendingAIStart() del’ESP2. Ce
niveau est essentiel pour la sécurité agronomique du systeme, car il évite 'ar-
rosage excessif lorsque le sol est déja saturé en eau .La figure 2.7 mécanisme
de filtrage triple des prédictions
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Probabilité Softmax (38 classes)
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\. J
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Rejet — IDLE ¥ Activation FSM NPK

Prochaine tentative : 30s Dosage autorisé - Séquence démarrée

FiGure 2.7 — Mécanisme de filtrage triple des prédictions

211.1 Synergie des trois niveaux de filtrage

Les trois niveaux fonctionnent en cascade afin de garantir la fiabilité des décisions.
La prédiction du CNN est d’abord validée par le seuil de confiance (niveau 1), puis
la fraicheur des données NPK est vérifiée (niveau 2), et enfin I’état du sol est controlé
avant toute action physique (niveau 3). Cette architecture en couches permet de
réduire significativement les erreurs de déclenchement. Une action d’irrigation ou
de fertilisation ne peut étre exécutée que si les trois conditions sont simultanément
satisfaites, ce qui renforce la robustesse du systeme et améliore la sécurité ainsi que
I'efficacité de la gestion des ressources hydriques et nutritives.

2.12 Intégration dans le pipeline IoT

Le serveur Flask plant_receiver.py constitue le nceud central du systeme. Il
expose deux endpoints principaux assurant I'interface entre le modéle d’intelligence
artificielle et I'infrastructure IoT :

— Endpoint /predict (POST)

Cet endpoint recoit une image JPEG envoyée par 'ESP32-CAM, applique
le pipeline de prétraitement, puis exécute 1'inférence via le modele CNN. En-
suite, les valeurs NPK sont extraites depuis la base de données DISEASE_DB
correspondant a la classe prédite. Le résultat complet est sauvegardé dans le fi-
chier latest_result. json, contenant : la classe prédite, le score de confiance,
le niveau de sévérité, les valeurs NPK, la recommandation agricole ainsi que
les probabilités des 38 classes. La recommandation formatée est également
transmise a I’écran LCD de ESP1 via une requéte POST vers le endpoint
/set_recommendation. Enfin, ce endpoint retourne une réponse JSON vers
I’'ESP32-CAM contenant la classe prédite et le score de confiance.

— Endpoint /npk (GET)
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Cet endpoint permet de récupérer les valeurs N, P, K issues de la der-
niére prédiction valide, accompagnées d’un indicateur ready indiquant la
disponibilité d"un résultat récent.

Format de réponse :

{

"N": 20,

"P": 20,

"K": 20,

"ready": true,

"class": "Tomato___healthy"
}

ESP1 joue le role de proxy pour ce service : il récupere les données depuis
http://172.20.10.4:5050/npk puis les retransmeta ESP2 viahttp://172.20.10.5/npk
Ce mécanisme est nécessaire car les hotspots mobiles Android activent sou-
vent une isolation des clients (client isolation), empéchant les périphériques
comme ESP2 d’accéder directement au serveur local .

ESP32-CAM
Bouton manuel

Streamlit Ul
Upload fichier

PON[ JPEG

Flask — plant_receiver.py
172.20.10.4 5050

POST /predict
Inférence CNN — latest_resuit json

Ficure 2.8 — Intégration Flask IoT - Endpoints et Flux

— Cache NPK dans ESP1
Afin de réduire la charge réseau et d’améliorer la réactivité du systeme,
ESP1 utilise un cache local pour les valeurs NPK avec une durée de vie (TTL)
de 10 secondes : NPK_CACHE_MS = 10 000. Si une requéte /npk est recue dans
cet intervalle, la réponse est servie directement depuis le cache sans solliciter
le serveur Flask. Ce mécanisme permet de réduire les requétes redondantes
et d’éviter la surcharge du serveur.
— Calcul des durées de pompage
ESP2 convertit les pourcentages NPK recus en durées de fonctionnement
des pompes selon une relation linéaire. Ainsi, pour chaque élément NPK, le
temps de pompage est calculé comme suit :

tAI_N = (ai_N / 100.0f) * MAX_TIME; // Azote
tAI_P = (ai_P / 100.0f) * MAX_TIME; // Phosphore
tAI_K = (ai_K / 100.0f) * MAX_TIME; // Potassium

Cette relation suppose une proportionnalité linéaire entre le temps de
fonctionnement de la pompe submersible et le volume injecté.
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Mise a I'échelle

DISEASE_DB Analyse MR MIYE= T0E Temps pompes
npk = "8-12-30" N=8, P=12, K=30 tN = (N/100) % 10 N:0.8s P:1.2s K:3s
tP = (P/100) x 10

tK = (K/100) x 10

Exemples — npk = "8-12-30"

Azote (N = 8%) Phosphore (P = 12%) Potassium (K = 30%)
8/100 x 10=0.8s 12/100 x 10=1.2s 30/100 x 10=3.0 s

=800 ms = 1200 ms = 3000 ms

Ficure 2.9 — Calcul temps de pompage NPK

2.13 Machine a Etats Finis : Dosage séquentiel du NPK

La logique de controle de 'ESP2 est implémentée sous la forme d"une machine a
états finis . Cette approche garantit un séquencement déterministe sans conditions
de concurrence (race conditions) entre les différents actionneurs, ce qui est essentiel
pour assurer un dosage agronomique correct.

2.13.1 Description des états

Afin d’assurer un dosage précis et ordonné des nutriments, le fonctionnement
de I’ESP2 est structuré sous forme d"une FSM. Chaque état correspond a une étape
spécifique du processus de fertigation et définit I'actionneur activé, sa durée de
fonctionnement ainsi que la transition vers 1’état suivant. Cette organisation garantit
une exécution séquentielle fiable du dosage NPK et de l'irrigation. La figure 2.10
représente dosage séquentiel du NPK

TasLE 2.2 - Etats de la FSM de dosage séquentiel NPK.

Etat Actionneur Durée Transition vers
IDLE Aucun - DOSING_N
DOSING_N | Pompe N (azote) tAI_N s DOSING_P
DOSING_P | Pompe P (phosphore) tAIl_Ps DOSING_K
DOSING_K | Pompe K (potassium) tAl Ks WATER
WATER Pompe eau tAI_W's MIX

MIX Moteur DC 10s IRRIGATION
IRRIGATION Systeme d’irrigation 15s STOP

STOP Tous actionneurs OFF 1 cycle IDLE
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Machine a Etats Finis NPK — Dosage

IDLE . __
En attente - Triple filtre OK

|
|
I
WV |
{ 3 1
Calcul des Temps DOSAGE N — Azote |
MAX_TIME = 10 s L Pompe 2 - durée tN secondes y :
tN = (N/100) x 10 W !
- { 1
LSl L e DOSAGE P — Phosphore ]
tK = (K/100) x 10 L Pompe 3 - durée tP secondes J |
Ex: N=8% — 0.85 !
\7 . |
DOSAGE K — Potassium | B
L Pompe 4 - durée tK secondes y : E
w 1 m
1
T
EAU MELANGE |
Pompe 1 - Dilution Moteur - 5s :
P !
]
I
1

IRRIGATION | __________1
Pompe 5 - Vanne ouverte

Ficure 2.10 — Dosage séquentiel du NPK

2.13.2 Conditions de déclenchement et sécurité

La machine a états ne peut sortir de 1'état IDLE que si trois conditions sont
simultanément vérifiées :

1. La fonction isAIDataFresh() retourne true (données NPK récentes).
2. L’humidité du sol est inférieure a 50 % [4].

3. Une commande de déclenchement est recue via un timer périodique ou via
Blynk.

Cette condition triple constitue un mécanisme de filtrage au niveau des action-
neurs afin d’éviter tout déclenchement dans des conditions non appropriées.

A T’état STOP, tous les actionneurs sont désactivés simultanément, indépen-
damment de I’état précédent, avant le retour a IDLE. Cette étape garantit qu’aucune

pompe ne reste bloquée en position active en cas d’interruption du cycle.

2.14 Interface utilisateur et affichage

2.14.1 Application Streamlit

L'interface utilisateur principale est une application Streamlit accessible via un
navigateur web sur le PC de traitement. Elle est structurée en cinq pages fonction-
nelles represente dans les figures 2.11,2.14.1,2.12,2.13 et 2.14, sélectionnables depuis
la barre latérale gauche :

— Page d’accueil : présente le systeme, son architecture ainsi qu'un guide rapide

d’utilisation.
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Plant Disease Recognition
& NPK Advisory

W N-P-KINETIX

Ficure 2.11 — Page d’accueil

— Page de reconnaissance des maladies : permet le téléchargement manuel
d’une image de feuille. Le modele CNN réalise une inférence en temps réel
et affiche le diagnostic complet, comprenant la classe prédite, le score de
confiance, le niveau de sévérité, les recommandations NPK, '’humidité cible
du sol, des conseils agronomiques ainsi que les trois hypotheses les plus
probables parmi les 38 classes considérées.

®, pisease Recognition

Disease Recognition
% Black rot

¥ N-P-KINETIX

)
.
— )

Ficure 2.12 — Page de reconnaissance des maladies
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— Page ESP32-CAM en direct : affiche la derniere prédiction automatique gé-
nérée par le module caméra.
— Page Equipe : présente les membres du projet ainsi que leurs encadrants.

Project Team

¥ N-P-KINETIX

P

FiGURE 2.13 — Page Equipe

— Page A propos : récapitule les performances du modeéle et décrit ’architecture
CNN utilisée ainsi que la répartition du jeu de données.

M Model & System Info
&ESSA
o
L
¥ N-P-KINETIX

_—
T o samemx

FiGure 2.14 - Page A propos
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Barre latérale Page Accueil
Logo ESSAT | Banniére hero - carte ingénieur - 4 cartes fonctionnalités

Ftapes d'utilisation - banniére conseils

# Smart Plant Al Badges : 38 classes - NPK - Ecran TFT - ESP32-CAM
Badge statut modéle

> Accueil | Page Diagnostic des maladies
| Téléverser image feuille (JPG/PNG) - recadrage téléphone
L e Diagnostic J Inférence CNN — classe maladie - score de confiance %

Barres NPK - humidité du sol - carte recommandation

" Cameéra Live Top-3 candidats - envoi résultat vers TFT via /set_recommendation

a

88 Equipe
Page Caméra Live
A Lit latest resultjson généré par plant receiver,
J A propos | | Json g par plant | Py
e Rafraichissement auto toutes les 5 s - apercu ESP32-CAM
Horodatage - compteur frames - badge source - panneau résultat

Page Equipe
Membres : HAOUAIA Abderrahmane - MERAKCHI Billel Ali
N-P-KINETIX | Encadrants : MEGNAFI - CHELLAL - KARAOUZEN
logo J Photos rondes - badges réle - banniére ESSAT + N-P-KINETIX
Ecole Supérieure en Sciences Appliquées — Tlemcen
38 classes = -
97,1 % /951 % s .

Page A propos / Infos modéle

Stats : 38 classes - 87k images - 97,1 % entr. - 95,1 % val.
Couches architecture CNN - répartition du dataset
Tableau humidité optimale du sol (14 plantes)

Ficure 2.15 — Interface Streamlit

2.14.2 Interface d’affichage Arduino (TFT 3.5")

L’affichage local represente dans la figure 2.16 est assuré par un Arduino Mega
connecté a un écran TFT de résolution 320 x 480 pixels. L'interface graphique est
organisée en six zones distinctes : un en-téte affichant le titre du systeme, le logo de
I'ESSAT, une bande dédiée a I'affichage des mesures des capteurs (température, hu-
midité de I’air et humidité du sol), trois cartes présentant les valeurs des nutriments
NPK ainsi que leurs niveaux associés, une zone de détection des maladies indiquant
la maladie identifiée et son niveau de confiance, ainsi qu'une zone réservée aux
conseils agronomiques générés par l'intelligence artificielle.

La communication entre le PC de traitement et I’Arduino Mega s’effectue via
une liaison série reposant sur trois types de trames : DATA pour la transmission des
mesures des capteurs, DIS pour les informations relatives a la maladie détectée et
REC pour les recommandations agronomiques.

Cette organisation permet de mettre a jour uniquement les zones concernées de
I’écran sans avoir a redessiner I'ensemble de l'interface, ce qui améliore la réactivité
et I'efficacité du systeme.La figure ‘?? représente 1'nterface d’affichage arduino (TFT
3.5")
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F1GURE 2.16 — Interface d’affichage Arduino (TFT 3.5")

2.15 Prototype final du systeme intelligent proposé

La figure 2.17 présente le prototype final du systéme développé, intégrant les
technologies IoT et de l'intelligence artificielle pour la surveillance des plantes, la
détection des maladies, la collecte des données environnementales et la gestion
automatisée de la fertilisation.

LHE,
ESP2 ESP8266
FSM NPK - Triphe Filtrs:
B
o
M)

B ESP32-CAM

] * 1 o s |
< ‘9 ™
o i
) g G.) " IR ‘ Capturs imags feuills.
' / 3 |
1 = b
{ | ] |
[

s 1
PC ! Serveur Flask
Inférence CNN - DISEASE_DE

. ESP1/ESP8266
Streamlit U Caplaurs DHT2Z - ol
localhost:8501 -
- - e m e L

F1Gure 2.17 — Prototype final du systéme intelligent proposé
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2.16 Conclusion:

Ce chapitre a présenté en détail la méthodologie proposée dans toutes ses dimen-
sions : une architecture IoT distribuée composée de cinq nceuds, un dataset de 87
000 images réparties sur 38 classes, ainsi qu'un pipeline de prétraitement adapté aux
contraintes des images issues de 'ESP32-CAM. Il a également décrit une architecture
CNN personnalisée comprenant 10 couches convolutives, atteignant une précision
de classification de 95,1 %, démontrant ainsi la performance du modele proposé pour
la reconnaissance des maladies des plantes. Par ailleurs, un mécanisme de filtrage
triple (seuil de confiance, fraicheur temporelle des données et humidité du sol) a été
introduit, permettant une réduction significative des faux positifs de 1’ordre de 83 %,
ce qui améliore la robustesse du systéme en conditions réelles. FSM a été congue pour
assurer un dosage séquentiel, déterministe et sécurisé des engrais NPK, garantissant
ainsi le bon enchainement des étapes d’irrigation et de fertilisation. De plus, une
interface utilisateur complete a été développée a 1'aide de Streamlit, complétée par
un affichage LCD, afin de faciliter I’acces aux recommandations aussi bien a distance
que sur le terrain. Enfin, le chapitre suivant présente ’évaluation des performances
du systéme a travers une analyse expérimentale quantitative et I'étude des différents
indicateurs de performance.
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| 3
CHAPITRE

IMPLEMENTATION, TESTS ET EVALUATION DES PERFORMANCES
DU SYSTEME

3.1 Introduction

Ce chapitre constitue le volet expérimental et évaluatif de ce mémoire. Il présente
I'intégralité du processus d’implémentation du systeme, depuis le déploiement du
modele CNN sur le serveur Flask jusqu’a 'activation physique des pompes NPK,
en passant par l'intégration des nceuds IoT. Dans un second temps, les résultats des
tests sont analysés selon quatre axes : les performances d’entrainement du modele
CNN, I'impact du mécanisme de filtrage triple, les tests fonctionnels du systeme
IoT complet, et une comparaison critique avec 1’état de 1’art. Cette double approche
implémentation et validation permet de confirmer la faisabilité et 1’efficacité de la
solution proposée.

3.2 Environnement d'Implémentation et de Test

L'implémentation du systeme a nécessité la mise en place d'un environnement
matériel etlogiciel cohérent, répondant a la fois aux contraintes de développement du
modele d’intelligence artificielle et aux exigences de déploiement sur les dispositifs
IoT embarqués.

3.2.1 Configuration matérielle

— PCd’inférence : Intel Corei5,16 GoRAM, GPU intégré. L'inférence est réalisée
uniquement sur CPU afin d’assurer la portabilité du systeme.

— Systeme d’exploitation : Windows 11.

— Nceeuds IoT : ESP8266 (X2 : ESP1 et ESP2), ESP32-CAM pour la capture
d’images, et deux Arduino Mega dédiés respectivement a la gestion des ac-
tionneurs et a I’affichage sur écran TFT.

— Capteurs : DHT22 pour la mesure de la température et de 'humidité relative
de lair, ainsi qu’un capteur résistif pour la mesure de '’humidité du sol.

— Actionneurs : six relais pilotant les pompes d’apport en azote (N), phosphore
(P), potassium (K), eau, mélangeur et systeme d’irrigation.

— Réseau local : point d’accés mobile (hotspot) iPhone sous iOS.
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— Prototype de test : réservoirs dédiés aux solutions NPK et réseau de tuyaux
d’irrigation.

3.2.2 Configuration logicielle

— Framework Deep Learning : TensorFlow 2.x avec I’API Keras.

— Langage et bibliothéques : Python 3.10, NumPy, Pillow (prétraitement des
images), Flask (serveur REST) et Streamlit (interface web).

— Dataset : PlantVillage, comprenant environ 87000 images RGB réparties en
38 classes, avec une division de 80 % pour l’entrainement et 20 % pour la
validation.

— Environnement Arduino : Arduino IDE avecles bibliotheques MCUFRIEND_kbv
(écran TFT 3.5"), ESP8266WiFi et Arduino]Json.

3.3 Implémentation et Validation du Mécanisme de Fil-
trage Triple

3.3.1 Problématique justifiant le filtrage

Lors des premiers tests en conditions réelles avec I'ESP32-CAM, des limitations
critiques ont été observées en I’absence de mécanisme de filtrage. Ces limitations sont
inhérentes au domain gap entre les images d’entrainement (PlantVillage, conditions
contrdlées) et les images terrain (éclairage variable, distance variable, potentiel flou
de bougé). Le Tableau 3.1 présente les principales limitations observées avant 1'inté-
gration du mécanisme de filtrage

TaBLE 3.1 — Limitations observées sans mécanisme de filtrage

Limitation observée Valeur mesurée | Impact

Taux de faux positifs (saine — 12 % Sur-fertilisation injustifiée

malade)

Cohérence inter-captures (méme 71 % Décisions instables

plante)

Utilisation de données obsolétes | Non contrdolé | Recommandations — péri-
mées

3.3.2 Implémentation du filtrage

Apres intégration du mécanisme de filtrage triple (seuil de confiance > 70 %
+ fraicheur temporelle TTL < 60s + humidité du sol < 50 %), les tests réalisés
sur le méme ensemble de scénarios ont montré des améliorations significatives et
mesurables. Le Tableau 3.2 présente une comparaison des performances du systeme
avant et apres I'application du filtrage triple
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TasBLE 3.2 — Comparaison des métriques systeme avant et apres filtrage triple

Métrique Avant filtrage | Apres filtrage | Amélioration
Cohérence inter-captures (méme 71 % 94 % +23 pp
plante)

Faux positifs (saine — malade) 12 % 2% -10 pp
Annulation correcte des cycles Non géré 100 % Nouveau
lorsque le sol est humide

Latence de décision (ms) ~120 ms ~120 ms Aucun impact

Le mécanisme de filtrage améliore fortement la fiabilité du systéme en portant
la cohérence inter-captures a 94 % et en réduisant les faux positifs a 2 %, tout en
ajoutant une nouvelle capacité d’annulation des cycles en cas de sol humide, sans
aucun impact sur la latence de décision ( 120 ms).

3.3.3

Contribution de chaque niveau de filtrage

— Niveau 1, Seuil de confiance (> 70 %) : élimine les prédictions peu fiables

3.4

34.1

dues a la mauvaise qualité de 'image. Ce filtre contribue a environ 60 % de la
réduction totale des déclenchements erronés.

Niveau 2 , Fraicheur temporelle (TTL — Time To Live < 60s) : garantit
que les données NPK transmises a ESP2 sont récentes. Il évite 1'utilisation de
recommandations obsoletes lors de changements de plantes ou d"une période
d’inactivité du serveur.

Niveau 3 , Humidité du sol (< 50 %) : filtre agronomique final annulant tout
cycle d’irrigation lorsque le sol est déja humide. Le taux d’annulation correcte
a été mesuré a 100 % lors de I’ensemble des tests.

Discussion

Points forts validés

Performances CNN suffisantes pour 1'usage visé : une précision de 95,1 % sur
38 classes lors de la phase de validation représente un niveau de performance
satisfaisant pour une application agricole réelle. Dans ce contexte, la robus-
tesse et la fiabilité du diagnostic sont plus importantes que la recherche d"une
précision maximale obtenue uniquement dans des conditions de laboratoire.
Mécanisme de filtrage triple essentiel et efficace : la réduction de 83 % des
déclenchements erronés démontre que ce mécanisme est indispensable pour
garantir la robustesse du systéeme en conditions réelles. Sans ce filtrage, le taux
d’erreur de 18 % observé serait inacceptable pour une application destinée a
la production agricole.

Machine a états finis déterministe et fiable : les résultats des tests ont montré
que 100% des cycles NPK ont été correctement séquencés, confirmant la
tiabilité de la FSM pour assurer un dosage agronomique str. Cette approche
élimine les risques de sur-fertilisation liés a une activation simultanée ou
incorrecte des pompes.
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— Systeme a faible cofit et accessible : 1'utilisation de composants standard
disponibles sur le marché, tels que 'ESP8266, I'ESP32-CAM et I’Arduino
Mega, permet de réduire les cofits de mise en ceuvre et rend la solution
financierement accessible aux exploitations agricoles algériennes.

— Architecture modulaire et maintenable : la répartition claire des responsabi-
lités entre les cinq noeuds du systéme facilite les opérations de maintenance,
la mise a ’échelle et les évolutions futures, notamment 1’ajout de nouveaux
capteurs, le remplacement du modéle d’intelligence artificielle ou I’extension
de la base de connaissances DISEASE_DB.

3.4.2 Limitations identifiées

— Dépendance a la qualité d'image de I’ESP32-CAM : un éclairage insuffi-
sant ou la présence d’images floues peuvent dégrader les performances du
modele CNN. L'intégration d"un systeme d’éclairage a LED controlé automa-
tiquement ou d"un mécanisme de détection de flou permettrait d’améliorer la
robustesse du diagnostic.

— Fcart de domaine (Domain Gap) avec le dataset PlantVillage : la base de
données PlantVillage est constituée d’images acquises dans des conditions
contrdlées, ce qui crée un écart avec les images collectées sur le terrain en
Algérie. Un réentrainement partiel (fine-tuning) du modele a partir d’images
locales acquises dans des conditions réelles permettrait d’améliorer significa-
tivement les performances de classification.

— Point de défaillance unique (SPOF) du serveur PC/Flask : I'absence de
redondance du nceud central basé sur PC et Flask constitue un point de
défaillance unique (Single Point of Failure). En cas de panne de ce serveur,
I’ensemble de la chaine de décision est interrompu jusqu’a son redémarrage
manuel.

3.5 Conclusion

Ce chapitre a présenté 'implémentation complete du systeme et sa validation
expérimentale a travers plusieurs axes de tests. Les résultats obtenus confirment la
viabilité globale de la solution. Le modele CNN affiche des performances satisfai-
santes pour un usage agricole réel, ot la fiabilité du diagnostic prime sur la recherche
d’une précision maximale en conditions controlées. Le mécanisme de filtrage triple
s’est révélé indispensable pour garantir la robustesse du systeme en conditions
réelles, en éliminant la grande majorité des déclenchements erronés sans impacter
la latence de décision. La machine a états finis a quant a elle assuré un séquencgage
correct et stir de 1'ensemble des cycles NPK. Sur le plan pratique, l'utilisation de
composants standards et accessibles rend la solution déployable a faible cofit, no-
tamment dans le contexte des exploitations agricoles algériennes, tout en offrant
une architecture modulaire favorable aux évolutions futures. Néanmoins, certaines
limitations subsistent, notamment la sensibilité a la qualité d'image, 1’écart entre les
données d’entrainement et les conditions de terrain locales, ainsi que 1’absence de
redondance au niveau du serveur central. Ces points constituent des axes d’amélio-
ration prioritaires pour les travaux futurs. Au terme de ce chapitre, la faisabilité et
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l'efficacité du systéme proposé sont confirmées, posant des bases solides pour un
déploiement a plus grande échelle.
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CONCLUSION GENERALE

L’agriculture représente aujourd’hui un secteur confronté a de nombreux défis,
notamment la raréfaction des ressources en eau, les changements climatiques et la
nécessité d’améliorer la productivité tout en garantissant une utilisation rationnelle
des ressources naturelles. Dans ce contexte, I'intégration des nouvelles technologies
apparait comme une solution prometteuse pour développer une agriculture plus
intelligente, plus précise et plus durable.

Ce travail a été réalisé dans le but de concevoir et de mettre en ceuvre un systeme
intelligent d’irrigation automatisée basé sur la combinaison de IoT et IA. L'objectif
principal était de proposer une solution capable de surveiller 'état des plantes,
d’analyser les conditions environnementales et de prendre des décisions adaptées
afin d’optimiser I'apport en eau et en éléments nutritifs.

Au cours de ce mémoire, nous avons étudié les concepts fondamentaux liés
a l'agriculture intelligente, aux systemes IoT, ainsi qu'aux différentes approches
de l'intelligence artificielle, en particulier le Deep Learning et CNN utilisés pour
I'analyse d’images et la détection des maladies des plantes.

La solution proposée repose sur l'utilisation de capteurs permettant de mesurer
différents parametres environnementaux tels que ’humidité du sol, la température et
I’état général de la plante. Les données collectées sont ensuite transmises et analysées
par un modele d’intelligence artificielle afin de permettre une prise de décision
automatique concernant l'irrigation et la gestion des besoins de la culture.

Les résultats obtenus montrent que 1’association entre 1'IoT et I'IA permet de
concevoir des systemes agricoles plus performants, capables de réduire le gaspillage
d’eau, d’améliorer le suivi des cultures et de limiter les interventions humaines.
Cette approche contribue ainsi a une meilleure gestion des ressources et a une
augmentation de 'efficacité des pratiques agricoles.

Cependant, malgré les performances obtenues, plusieurs améliorations peuvent
étre envisagées dans les travaux futurs. Parmi ces perspectives, on peut citer 'amé-
lioration du modele d’intelligence artificielle afin d’augmenter sa précision, 1’élargis-
sement de la base de données des plantes et des maladies, 1'intégration de données
météorologiques pour une meilleure prédiction des besoins en eau, ainsi que le dé-
veloppement d"une plateforme de supervision a distance permettant a I’agriculteur
de controler le systéme en temps réel.

En conclusion, ce projet représente une contribution vers la transition d'une
agriculture traditionnelle vers une agriculture intelligente basée sur les données,
I'automatisation et 'aide a la décision. L'intégration des technologies modernes
telles que I'IA et I'IoT ouvre de nouvelles perspectives pour une agriculture plus
durable, économique et respectueuse de 1’environnement.
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